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Stéganographie robuste et sans erreur dans des images JPEG en utilisant

les sorties des codeurs JPEG . . . . . . . . . . . . . . . . . . . . . . 54
Jan Butora, Pauline Puteaux, Patrick Bas

4 Applications 55
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de visages dans les vidéos hypertruquées . . . . . . . . . . . . . . . 70
Paul Tesse, Christophe Charrier, Emmanuel Giguet
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Résumé
Les plaies chroniques représentent un enjeu sanitaire mon-
dial affectant lourdement le quotidien des patients et re-
présentant un coût important pour les systèmes de santé.
La prise en charge des plaies chroniques repose en partie
sur une analyse visuelle, ce qui motive l’utilisation d’al-
gorithme d’analyse automatique. Des bases de données
d’images spécialement dédiées à l’entraînement d’algo-
rithme Deep Learning ont été assemblées en respectant
des conditions d’acquisitions rigoureuses. Cependant, une
telle standardisation des images ne reflète pas le quotidien
des soignants car la plupart des soins sont réalisés au do-
micile du patient et les infirmiers n’ont que leur smart-
phone pour prendre des photos. Le réseau Cicat-Occitanie
est un réseau de conseil destiné à aider les équipes soi-
gnantes dans la prise en charge des patients porteurs de
plaies complexes. Avec le temps, le réseau a constitué une
base de données de plus 130 000 images de plaies chro-
niques. Bien que ces images soient décrites d’un point de
vue médical, aucune annotation par boîte englobante n’est
disponible. Or, l’annotation représente une charge de tra-
vail importante. Cet article propose une méthode d’anno-
tation semi-automatique d’une base de données non label-
lisée via l’entraînement itératif d’un algorithme de détec-
tion. Elle vise à réduire la charge de travail de l’annota-
teur.

Mots clefs
Plaies chroniques, Deep Learning, détection d’objet, anno-
tation semi-automatique

1 Introduction
Selon la Haute Autorité de Santé, une plaie est considé-
rée comme chronique après 4 à 6 semaines d’évolution.
De multiples facteurs peuvent favoriser leurs apparitions
au sein de populations à risque comme les personnes âgées,
les diabétiques ainsi que les personnes à mobilité réduite.
Les plaies chroniques représentent un problème majeur de

santé publique. Elles présentent des complications comme
l’amputation voire le décès. Elles ont aussi un coût pour la
société. L’assurance maladie a estimé à plus d’un milliard
d’euros la seule gestion des escarres et ulcères à domicile
pour l’année 2011. Leur prévalence est en hausse [1] du
fait de la croissance démographique mondiale ainsi que du
vieillissement des populations occidentales.
La richesse de la littérature dédiée aux plaies chroniques
témoigne de l’intérêt croissant des chercheurs, notam-
ment dans le domaine du Deep Learning [2]. Quelques
bases de données sont aujourd’hui accessibles comme le
DFUC2020 [3] sur la détection, DFUC2021 [4] sur la clas-
sification, HealTech [5] également utilisable sur le thème
de la classification ou encore FUseg [6] concernant la seg-
mentation. Ici, les conditions d’acquisition sont standar-
disées, facilitant la convergence des algorithmes de Deep
Learning. Pour répondre au besoin des équipes soignantes,
il existe donc un réel besoin de concevoir des bases de don-
nées médicales annotées, moins standardisées et de propo-
ser des IA plus robustes face aux variations des conditions
d’acquisition.
Le « Réseau Cicat-Occitanie » 1 déploie sur l’ensemble de
la région éponyme une aide destinée aux équipes de pre-
mier recours (médecins et infirmiers) dans le but d’amélio-
rer la prise en charge des patients. Cette aide porte notam-
ment sur l’analyse des plaies chroniques par des experts à
distance au cours d’une téléconsultation [7]. Ainsi, près de
19 000 patients ont été suivis par le réseau, constituant une
base de données structurée et significative contenant plus
de 133 000 images rattachées aux dossiers médicaux ar-
chivés. La diversité des équipes et du matériel, le manque
de temps ainsi que les conditions au domicile du patient
rendent difficile l’acquisition d’images standardisées. La
grande variabilité des images du point de l’éclairage, la dis-
tance, l’angle, le zoom, le flou, etc... complexifie leur ana-
lyse automatisée. Des exemples d’images issues de la base
de données Cicat-Occitanie sont consultables à la figure 1.

1. https ://www.cicat-occitanie.org/a-propos-1
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En l’état, la base d’image du Cicat-Occitanie ne possède
aucune annotation par boîte englobante. L’annotation de
base de données par un opérateur coûte cher en temps et
en ressources. Une automatisation de ce travail par des al-
gorithmes de Deep Learning serait utile mais ne garantit
pas l’absence d’erreurs d’annotation. Nous trouvons dans
la littérature des travaux dédiés à la réduction du temps
de travail de l’annotateur. Une solution étudiée dans [8]
et [9] est fondée sur l’Active Learning afin que l’opéra-
teur humain n’ait qu’une fraction de la base de données à
annoter. Ces deux travaux ainsi que [10] ont aussi démon-
tré l’efficacité d’une interface ergonomique dédiée à l’an-
notation afin de réduire le temps de travail de l’opérateur.
Dans cet article, nous proposons une méthode d’annotation
semi-automatique, incrémentale, dont le but est de réduire
le temps de travail de l’annotateur tout en garantissant la
qualité des annotations. Cette méthode permet de vérifier
manuellement l’ensemble de la base de données en s’ap-
puyant sur des outils open source faciles à utiliser.

FIGURE 1 – Exemples d’images issues de la base de don-
nées Cicat-Occitanie. Certaines images sont de bonne qua-
lité tandis que certaines sont plus difficiles à analyser par
le flou ou l’occultation de la plaie.

2 Annotation supervisée incrémen-
tale

Dans cette section, nous présentons notre méthode incré-
mentale pour annoter la base de données Cicat-Occitanie
de manière semi-automatique à l’aide de boîtes englo-
bantes. Nous proposons tout d’abord une vue d’ensemble
du protocole d’annotation avant de présenter en détail les
différentes étapes.

2.1 Vue d’ensemble
La figure 2 présente le processus itératif global d’annota-
tion semi-automatique d’une base de données B par boîtes
englobantes. Il consiste à entraîner incrémentalement un
algorithme de détection Ri à partir d’une sous-partie de B

correctement annotée B∗
i . On obtient une version Ri+1. On

peut alors réaliser une inférence sur le lot Li d’images non
annotées issu de B. Les prédictions L

′
i sont alors vérifiées,

validées ou corrigées par l’annotateur. Le lot corrigé L∗
i est

intégré dans une nouvelle version de la base de données
d’entraînement B∗

i+1.
L’initialisation du processus nécessite de choisir une base
de données de référence B∗

0 différente de B et qui ne sera
pas utilisée par la suite pour la constitution des Bi pour
tout i>0. Il faut également choisir un algorithme de détec-
tion pré-entraîné R0 puis l’entraîner sur B∗

0 donnant ainsi
la version R1 de l’algorithme. Nous l’utilisons alors pour
prédire les boîtes englobantes d’un lot d’images L0, issu
de la base de données à annoter. Ce lot d’images désormais
doté de boîtes englobantes à vérifier se nomme L

′
0. Les pré-

dictions sont acceptées, corrigées ou supprimées par l’an-
notateur et le lot d’images corrigé se nomme alors L∗

0.

FIGURE 2 – Schéma du processus itératif d’annotation
semi-automatique. Nous entraînons le réseau Ri sur la
base de données d’entraînement annotée B∗

i . Nous utili-
sons Ri+1, le résultat de l’entraînement, sur le lot d’images
Li afin d’obtenir les prédictions L

′
i. L’opérateur vérifie,

corrige ou supprime produisant ainsi L∗
i qui sera utilisé

pour construire B∗
i+1.

2.2 Présentation et préparation des bases de
données

Le Diabetic Foot Ulcer Challenge est une compétition an-
nuelle 2 pour la promotion et le développement d’algo-
rithmes capables d’analyser des photos de plaies du pied
diabétique. En 2020, le thème de la compétition était la
détection par boîtes englobantes [3]. La base de données
mise à disposition jouit de conditions d’acquisition rigou-
reuses : un nombre restreint d’experts a utilisé un nombre
restreint d’appareils photos dans un nombre restreint de
salles de consultations garantissant ainsi l’homogénéité de
la base de données. 2000 images annotées composent la
base d’entraînement et seront utilisées dans l’expérience
en tant que B∗

0 .
La base de données du Cicat-Occitanie rassemble elle plus
de 133 000 images de plaies chroniques de tout type (es-
carre, ulcère, plaie du pied diabétique, etc. . .). Un premier
filtrage de la base de données est réalisé afin de standardi-
ser les images aux dimensions 450x600 en excluant celles
dont le ratio d’origine est trop éloigné de la valeur 1,33. B
est composé de 9000 images extraites de la base de don-
nées Cicat-Occitanie par tirage aléatoire sans remise. Nous

2. https ://dfu-challenge.github.io/
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l’avons divisé en 3 lots de tailles identiques, L0, L1 et L2.
En plus, un dernier lot de 538 images, Lval, a été conçu.
Il est annoté manuellement à l’aide du logiciel opensource
LabelImg 3.

3 Expériences
3.1 Implémentation
Comme algorithme de détection, nous avons choisi Yolov5
développé par Ultralytics [11]. Ce choix est motivé par
sa simplicité de prise en main et par sa capacité à détec-
ter des objets de petites comme de grandes tailles. Nous
disposons pour nos entraînements d’une carte graphique
GeForce GTX TITAN X 12Go ce qui nous permet d’uti-
liser la version Yolov5x à 86 millions de paramètres. R0

correspond à Yolov5x pré-entraîné sur la base de données
ImageNet avec le jeu d’hyperparamètres proposé par Ul-
tralytics pour l’entraînement sur la base de données VOC.
Tous les entraînements sont réalisés avec des mini-batchs
de 8 images durant 60 epochs. Nous initialisons la base de
données B∗

0 avec celle du DFUC2020.

3.2 Métriques d’évaluation
L’algorithme de détection propose quatre coordonnées ser-
vant à localiser la boîte englobante ainsi qu’une valeur ap-
pelée score de confiance qui quantifie la confiance de l’al-
gorithme dans la prédiction de chaque boîte.
Les vrais positifs TP , les faux positifs FP ainsi que les faux
négatifs FN sont déterminés par rapport à une valeur seuil
du calcul de l’Intersection over Union, dont l’équation est
établie ci-dessous, entre les boîtes englobantes issues de
la prédiction de l’algorithme et celle correspondant à la
vérité terrain. Si l’IoU entre la prédiction et la vérité ter-
rain dépasse le seuil de 0.5 alors la prédiction sera comp-
tée comme TP , sinon elle sera comptée comme FP . Si la
boîte englobante vérité terrain d’une plaie n’est associée à
aucune prédiction TP alors nous compterons un faux né-
gatif FN . Nous sommes ainsi en mesure de calculer les
métriques Précision et Rappel, dont les abréviations sont
respectivement P et R, à partir de toutes les boîtes englo-
bantes prédites.

IoU =
V t ∩ Pred

V t ∪ Pred
P =

TP

TP + FP
R =

TP

TP + FN

La Précision moyenne à 50 ou l′AP50 est mesurée en fixant
le seuil d’IoU à 50% puis en faisant varier le seuil du score
de confiance. Ainsi, nous obtenons pour chaque seuil un
couple (Précision, Rappel) nous permettant de construire
la courbe précision sur rappel. L’AP50 correspond à la me-
sure de l’aire sous cette courbe.
La Précision moyenne entre 0.5 et 0.95 ou AP[0.5:0.95] est
mesurée en fixant cette fois-ci le seuil du score de confiance
à 0.01 puis en faisant varier le seuil d’IoU entre 0.5 et 0.95
par pas de 0.05. Nous pouvons alors construire la courbe
précision sur rappel et mesurer son aire.

3. https ://github.com/tzutalin/labelImg

FIGURE 3 – Illustration du calcul de l’IoU et la prédiction
ainsi que du score de confiance prédit par l’algorithme.

3.3 Performances du processus d’annotation
semi-automatique

La version R1 a été évaluée sur les 2000 images composant
la base de données test du DFUC2020 donc distincte de
B∗

0 . On obtient des performances de 0.64 en mAP et de
0.69 en F1score. Le tableau 1 présente les performances
des versions de l’algorithme, au fil des itérations, évaluées
sur Lval.

B∗
i P R AP50 AP0.5:0.95

B∗
0=DFUC2020 0.93 0.84 0.88 0.62
B∗

1=L∗
1 (2377) 0.92 0.88 0.94 0.66

B∗
2=B∗

1

⊕
L∗
2 (4608) 0.92 0.89 0.94 0.66

B∗
3=B∗

2

⊕
L∗
3 (6894) 0.91 0.88 0.94 0.68

TABLEAU 1 – Evolution des performances des versions de
l’algorithme de détection sur le lot de validation Lval en
fonction de la base de données d’entraînement B∗

i .

Le tableau 2 présente l’évaluation des performances de
l’inférence L

′
i du détecteur Ri+1 par rapport à l’ensemble

d’images acceptées ou corrigées par l’annotateur L∗
i .

L∗
i P R AP50 AP0.50:0.95

DFUC2020 0.94 0.86 0.93 0.86
L∗
1(2377) 0.94 0.93 0.97 0.92

L∗
2(2231) 0.94 0.94 0.97 0.93

L∗
3(2286) 0.94 0.93 0.98 0.93

TABLEAU 2 – Performances des prédictions proposées par
l’algorithme de détection Ri+1 sur les lots Li au cours des
itérations.

Le tableau 3 illustre l’impact de l’algorithme de détection
semi-automatique sur le temps de travail de l’annotateur
afin d’inspecter un lot.

Ri Lot ttotal tmoyen/image
aucun Lval (538) 49m 5.5s
R1 L

′
1 (3000) 2h05m 2.5s

R2 L
′
2 (3000) 1h44m 2.1s

R2 L
′
3 (3000) 1h33m 1.9s

TABLEAU 3 – Evaluation du temps de travail nécessaire à
l’annotateur pour vérifier un lot en fonction de la version
de l’algorithme réalisant la pré-annotation.
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3.4 Discussion
A l’aide du tableau 1, nous remarquons que chaque itéra-
tion semble conserver voire améliorer légèrement les pré-
dictions de l’algorithme sur Lval.
Le tableau 2 retranscrit le comportement de l’annotateur
face aux propositions de l’algorithme de détection. La pré-
cision semble être maintenue au cours des itérations. Le
nombre de FP ne semble pas se réduire malgré l’augmen-
tation itérative de la base de données d’entraînement B∗

i .
Cependant, le rappel augmente ce qui signifie que l’appren-
tissage itératif permet de réduire le nombre de FN . On re-
marque dans la figure 4 que l’algorithme réalise des erreurs
comme la détection de certains motifs dans l’arrière-plan
ou la confusion de zones anatomiques.

FIGURE 4 – Confusion de détection de plaies avec un motif
en arrière-plan ou une autre zone anatomique.

Le tableau 3 permet de mesurer l’impact sur le temps de
travail de l’annotateur. Dès la première itération, ce temps
est divisé par 2 par rapport à une annotation purement ma-
nuelle. Cela montre que la plupart des prédictions de l’al-
gorithme sont acceptées par l’annotateur. De plus, la valeur
tmoyen/image continue de diminuer légèrement au cours
des itérations. Pour autant, le temps de lecture de l’image
par l’annotateur reste incompressible.

4 Conclusion et perspectives
Dans cet article, nous avons proposé une méthode incré-
mentale d’annotation semi-automatique par boîte englo-
bante permettant de diviser par 2 le temps de travail d’un
annotateur. Cette méthode a été mise en application sur une
base de données d’images complexes n’ayant pas d’acqui-
sition standardisée. L’initialisation de la base de données et
de l’algorithme peuvent être réalisées à partir de ressources
publiques. Les itérations permettent ensuite d’adapter plus
finement l’algorithme à la base de données cible.
La compétition DFUC2020 4 a montré que certaines modi-
fications architecturelles permettent de dépasser les perfor-
mances de Yolov5 comme notamment la convolution dé-
formable [12, 13] dont l’application dans l’architecture
Faster R-CNN a atteint la première place de la compétition.
Ainsi, il serait intéressant d’améliorer le processus d’anno-
tation du Cicat-Occitanie en appliquant ce processus itéra-
tif sur de nouvelles architectures de détection.

4. https ://github.com/ryohachiuma/DFU-challenge

Remerciements
Nous souhaitons remercier l’Association Nationale de la
Recherche et de la Technologie ainsi que le réseau Cicat-
Occitanie pour financer et soutenir la thèse au travers d’une
Convention industrielle de formation par la recherche.

Références
[1] L. Martinengo et al. Prevalence of Chronic Wounds

in The General Population : Systematic Review and
Meta-Analysis of Observational Studies. Annals of
epidemiology, (29) :8–15, Janvier 2019.

[2] R. Zhang et al. A Survey of Wound Image Analy-
sis Using Deep Learning : Classification, Detection,
and Segmentation. IEEE Access, 10 : 79502–79515,
2022.

[3] B. Cassidy et al. The DFUC 2020 Dataset : Analysis
Towards Diabetic Foot Ulcer Detection. touchREV
Endocrinol, (17) :5–11, 2021 .

[4] M. Hoon Yap et al. Analysis Towards Classification
of Infection and Ischaemia of Diabetic Foot Ulcers.
Dans IEEE EMBS International Conference on Bio-
medical and Health Informatics BHI, Juillet 2021.

[5] O. Subba Reddy et al. HealTech-A System for
Predicting Patient Hospitalization Risk and Wound
Progression in Old Patients. Dans Proceedings of
the IEEE/CVF Winter Conference on Applications of
Computer Vision, pages 2463–2472, 2021.

[6] C. Wang et al. FUSeg : The Foot Ulcer Segmentation
Challenge. Dans arXiv , 2022.

[7] L. Téot et al. Complex Wound Healing Outcomes for
Outpatients Receiving Care via Telemedicine, Home
Health, or Wound Clinic : A Randomized Controlled
Trial. The International Journal of Lower Extremity
Wounds, (19) :197–204, Juin 2020.

[8] K. Gokalp Ince et al. Semi-Automatic Annotation
For Visual Object Tracking. Dans CVF Interna-
tional Conference on Computer Vision Workshops
(ICCVW). IEEE, oct 2021.

[9] D. P. Papadopoulos et al. We don’t need no bounding-
boxes : Training object class detectors using only hu-
man verification, 2017.

[10] A. M. Obeso. Image annotation for Mexican buil-
dings database. Dans Optics and Photonics for Infor-
mation Processing X, volume 9970, pages 201–208.
SPIE, 2016.

[11] G. Jocher et al. YOLOv5 by Ultralytics, 5 2020,
https ://github.com/ultralytics/yolov5.

[12] D. Jifeng et al. Deformable convolutional networks.
Dans Proceedings of the IEEE International Confe-
rence On Computer Vision, pages 764–773, 2017.

[13] X. Zhu et al. Deformable ConvNets V2 : More De-
formable, Better Results. Dans IEEE/CVF Confe-
rence on Computer Vision and Pattern Recognition
(CVPR), pages 9300–9308, 2019.

11
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Résumé
L’analyse de contenu vidéo joue une rôle majeur dans la
protection des enfants sur Internet et dans le travail des
forces de l’ordre lors d’investigation numérique. Avec la
rapide croissance de la taille des supports de stockage et
les plateformes de partage, le besoin de solutions rapides
et robustes d’analyse de vidéos devient de plus en plus né-
cessaire. Dans cet article, nous proposons un modèle de
détection de contenu explicite dans les vidéos. Notre ap-
proche se base l’utilisation de réseau convolutionnel pour
extraire des paramètres visuels de haut niveau et un réseau
à mémoire pour exploiter la dimension temporelle de la vi-
déo. Nous validons notre approche sur un jeu de données
composé de vidéos (avec différentes résolutions et durées)
démontrant son intérêt opérationnel.

Mots clefs
Analyse de vidéos, apprentissage profond, contenu expli-
cite.

1 Introduction
De nos jours, la diffusion de vidéos représente 80% du
trafic sur Internet. Les contenus vidéos sont transmis dans
des volumes en croissance exponentielle, la taille des outils
de stockage et la réduction de leur prix permettent un
stockage quasi illimité de vidéos. Ainsi, un individu peut
facilement stocker chez lui plusieurs milliers de vidéos.

Dans un contexte d’enquête criminelle, les supports de
stockage de suspects sont en général perquisitionnés pour
la recherche de preuves. Les crimes tels que l’exploitation
d’enfants et le partage non autorisé de contenu à caractère
sexuel ont de plus en plus comme support les vidéos.
Cependant, la taille de ces données et leur nature ne
permet pas un traitement rapide par les forces de l’ordre,
qui doivent souvent exploiter ces données sous la pression
d’un délai, typiquement la durée d’une garde a vue. Ces
contraintes sont propices à des erreurs humaines (données
compromettantes non détectées). Aujourd’hui, les avan-
cées technologiques en matière de traitement automatique
des images ne sont plus à présenter, leur utilisation est
universelle. Ceci ouvre des opportunités pour le dévelop-
pement de nouvelles méthodes automatiques et robustes.

L’objectif de ce travail est de proposer une méthode
de détection du caractère explicite d’une vidéo avec de
meilleures performances par rapport à l’état de l’art, à la
fois en considérant le taux de reconnaissance et le temps de
calcul. L’analyse est globale mais peut être aussi appliquée
pour identifier des frames avec du contenu explicite. Cette
méthode vise à être utilisée de façon opérationnelle dans
des investigations numériques de disques durs. D’autres
usages peuvent être envisagés comme la diffusion de vi-
déos avec contrôle parental ou la vérification automatique
du contenu de vidéos lors d’un téléchargement sur un
serveur.

Dans cet article, nous proposons une approche basée sur
l’utilisation de modèle convolutionnel pour l’extraction
de paramètres visuels de haut niveau. Nous utilisons
ensuite un réseau avec mémoire pour utiliser la dimension
temporelle d’une vidéo. Notre architecture est présentée
dans la Figure 2 avec une vue de haut niveau.

Le plan de l’article est le suivant. La section 2 décrit les
principales méthodes de la littérature sur la détection du
caractère explicite dans les vidéos. La méthode proposée
est décrite dans la section 3. La section 4 présente le proto-
cole expérimental et les résultats obtenus. Nous concluons
cet article dans la section 5 et définissons plusieurs pers-
pectives à ce travail.

2 Etat de l’art
Le papier [1] proposant le dataset utilisé dans cet article
recense plusieurs travaux et donne leurs performances
relatives dans le tableau 1. La méthode θx consiste à
simplement compter le nombre d’images considérées
comme explicites et considérer la vidéo comme explicite si
cette valeur dépasse un seuil défini. L’approche θy réalise
la même chose mais avec un pourcentage de la vidéo, par
exemple si 10% de toutes les frames sont explicites alors
la vidéo est considérée comme explicite elle aussi. Enfin,
la méthode θz compte le nombre de frames successives
explicites et ainsi considère la vidéo explicite si par
exemple 5 frames successives sont explicites.

Les résultats présentés ici se basent tous sur une analyse
séquentielle des frames, soit en analysant toutes les frames
ou alors jusqu’à ce qu’un seuil soit atteint (seuil de frames

12



Modèle θx Compteur d’image θy % d’image θz images successives explicite
Mask R-CNN 85.63% 86.38% 85.63%

YOLOv4 87.25% 87.75% 87.00%
SSD 81.16% 83.48% 82.88%

Cascade Mask R-CNN 84.88% 86.63% 86.13%

TABLEAU 1 – Performance des méthodes de l’état de l’art sur la base LSPD.

classifiées comme explicites par exemple). L’utilisation de
toutes les frames d’une vidéo permet en effet de prendre
une décision globale, cependant des réseaux convolu-
tionnel 3D utilisant un groupe de frames et non plus une
seule frame ont prouvé leur utilité et leur robustesse. On
peut citer par exemple, X3D [2] ou encore Resnet3D [3].
Ces réseaux utilisent une sélection de frames tirées d’une
méthode d’échantillonage définie, par exemple ci dessous
l’architecture des réseaux X3D.

FIGURE 1 – Base de X3D.

Ici, nous nous intéresserons à γt tout simplement le nombre
de frames en entrée du réseau et γτ l’écart entre les frames
sélectionnées. Ces deux paramètres permettent entre autre
d’influencer la taille du réseau et donc de choisir entre pré-
cision et rapidité. Le réseau X3D est pensé pour une utili-
sation sur mobile et est donc par définition rapide de base.
Il existe cependant des versions plus complexes pour une
utilisation classique.

3 Méthode proposée
L’approche proposée se base sur l’utilisation d’un modèle
basé sur un réseau de neurones convolutionnel. Nous pré-
sentons tout d’abord le jeu de données utilisé pour l’entraî-
nement du modèle et l’évaluation de performance. Nous
détaillons ensuite le modèle ainsi que la stratégie d’ana-
lyse.

3.1 Dataset

Nous utilisons ici le dataset LSPD [1], celui ci contient
4000 vidéos (2000 de chaque classe) avec la répartition en
durée dans la figure 2. Il est actuellement le dataset dispo-
nible au public le plus gros et le plus divers, ils est composé
d’une partie image et vidéo, ici nous nous intéressons uni-
quement à la partie vidéo.

Label < 1min <5min <10min <20min >20 min
Explicite 746 745 233 179 106
Normal 986 661 175 125 53

TABLEAU 2 – Durée des vidéos dans LSPD.

3.2 Modèle proposé
Le modèle proposé utilise un extracteur de paramètres
de haut niveau ici X3D-M pour la vidéo, avec γt = 16
et en utilisant non pas une distribution uniforme comme
proposé dans le papier original, mais une distribution
normale décalée vers la fin de la vidéo. En effet, dans
les vidéos, les contenus explicites sont souvent situés au
milieu et à la fin. Nous utilisons ensuite un RNN et enfin
un classifieur classique. Le modèle est décrit dans la figure
2. Cette version M de X3D fournit en sortie d’extracteur
des vecteurs de taille 2048 que nous réduisons à une taille
fixe de 512 par soucis de modularité.

Cette architecture permet une utilisation modulaire, on peut
facilement ajouter une modalité (typiquement l’audio de
la vidéo) et réaliser une fusion de paramètres avant le
passage dans le RNN. Cela nous permettra dans le futur
de pouvoir réaliser des tests sur l’intérêt et la robustesse
de ces méthodes multimodales. Cela nous permet aussi
d’inter-changer facilement et rapidement l’extracteur de
paramètres, le classifieur et le réseau à mémoire.

4 Évaluation de la performance
Nous définissons dans cette section, le protocole et les ré-
sultats obtenus.

4.1 Protocole expérimental
Sur les 4000 vidéos composant le dataset, nous en sélec-
tionnons 80% pour le set d’entraînement, 10% pour le set
de validation et enfin 10% pour la base de test. Ainsi, nous
avons 3200 vidéos (1600 par classe) d’entraînement, 400
de test et de validation.

L’implémentation de ce modèle est réalisé sous PyTorch,
le modèle a été entraîné sur un cluster de 7 cartes Nvidia
1080 Ti avec 11 Go chacune. Cependant, il est important
de noter que nous utilisons un cluster pour accélérer l’en-
traînement et non pas parce que nous sommes bridés par la
taille du modèle (comme expliqué plus haut nous utilisons
un modèle principalement utilisé pour les téléphones lors
de l’inférence).
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FIGURE 2 – Architecture du modèle.

4.2 Résultats
Le tableau 3 présente les résultats obtenus lors de l’éva-
luation de notre modèle sur notre base de test. Nous avons
aussi proposé un modèle sans RNN et directement un
classifieur après l’extraction des paramètres.

Head type Performance
MLP 94%
RNN 96%

TABLEAU 3 – Résultats sur LSPD.

Les résultats obtenus sont excellents pour une classi-
fication binaire et sont meilleurs que les résultats par
utilisation de modèle par frame unique présentés dans le
tableau 1.

Lors de l’exécution du modèle pour la phase de test, nous
avons calculé le temps d’inférence du modèle pour un pa-
quet de 16 frames (voir le tableau 4). On peut noter un
speedup d’environ 50 lors du passage sur GPU, ainsi l’uti-
lisation d’un GPU est grandement favorable et reste assez
facile d’accès de part la taille du modèle d’environ 16 MB
en mémoire lors de l’inférence.

Processeur Temps moyen d’inférence
CPU 907
GPU 20

TABLEAU 4 – Temps d’inférence moyen (en ms).

Nous présentons dans la figure 3 une illustration de l’ana-
lyse d’une vidéo en appliquant le modèle localement
pour identifier les séquences avec un contenu explicite.
Dans une investigation numérique opérationnelle, l’expert
pourra définir un seuil et visualiser des résumés vidéos
dans les séquences identifiées par la méthode proposée. Il
pourra plus facilement décider si le contenu est répréhen-
sible ou non.

5 Conclusion et perspectives
La méthode proposée permet une reconnaissance efficace
et rapide du caractère explicite d’une vidéo facilitant
grandement le travail d’investigation numérique sur un
disque dur par exemple. L’approche proposée permet aussi

d’identifier des séquences problématiques au regard de son
contenu explicite. Des applications de l’approche peuvent
également concerner le contrôle parental en masquant des
frames inadéquates pour des enfants.

Dans cet article nous avons abordé la sélection de frames.
Dans le papier où l’architecture X3D est proposé [2],
la méthode tire uniformément γt frames avec un écart
minimum de γτ . Pour notre entraînement, nous avons
utilisé une distribution normale centrée sur la deuxième
partie de la vidéo. Une des principales pistes de recherche
est de pouvoir extraire une distribution réelle du contenu
explicite dans les vidéos. On pourra par exemple utiliser
les vidéos dont la durée est supérieure à 10 minutes et
en analyser celles-ci frame par frame pour en tirer une
distribution normalisée sur la durée de la vidéo. On pourra
ensuite utiliser cette distribution en tant que méthode
d’échantillonage de nos vidéos pour l’apprentissage.
Cela devrait nous permettre d’accélérer l’apprentissage et
d’améliorer la robustesse de nos modèles.

Un autre point déjà abordé dans ce papier est l’utilisa-
tion d’autre modalité pour notre classification par exemple
l’audio qui semble être la modalité la plus facile d’accès.
La classification d’audio aujourd’hui s’effectue à partir de
spectrogramme de celui-ci, spectogramme ensuite fourni à
un CNN pour bénéficier de l’état de l’art de ceux-ci comme
par exemple proposé dans [4]. L’ajout de celle-ci pour-
rait se faire assez simplement due à la construction mo-
dulaire du réseau. Il suffirait d’utiliser une concaténation
avant la couche RNN 4. On peut aussi mentionner les diffé-
rentes techniques de fusion de paramètres disponibles pour
les modèles multimodales proposées comme par exemple
dans [5], ou même encore les méthodes par ensemble qui
peuvent être utilisées pour obtenir de meilleurs résultats.
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Résumé
Les caméras multispectrales de type "snapshot" équipées
d’une matrice de filtres optiques multispectraux (MSFA)
acquièrent instantanément plusieurs bandes spectrales et
fournissent une image brute dans laquelle un seul canal
est disponible pour chaque pixel. Les caractéristiques de
texture sont classiquement extraites d’images entièrement
définies qui sont estimées par dématriçage. Cette procé-
dure peut toutefois générer des artefacts spatio-spectraux.
En outre, les coûts de calculs de l’extraction d’attributs
de texture ainsi que la dimension de ces derniers aug-
mentent avec le nombre de bandes spectrales échantillon-
nées par les filtres de la caméra. Dans cet article, nous pro-
posons une approche originale basée sur un réseau neuro-
nal convolutif appelé MSFA-Net pour capturer des interac-
tions spatio-spectrales dans les images brutes à coûts de
calcul réduits. Les expériences de classification d’images
multispectrales et de segmentation d’images acquises en
conditions extérieures montrent que l’approche proposée
surpasse plusieurs descripteurs de l’état de l’art.

Mots clefs
Imagerie multispectrale, texture, matrice de filtres multis-
pectraux (MSFA), classification, segmentation.

1 Introduction
Les caméras multispectrales intègrent plusieurs filtres op-
tiques, ce qui permet d’observer les surfaces des matériaux
dans plusieurs bandes spectrales. Selon le type de filtres qui
échantillonnent la lumière incidente (radiance), les images
multispectrales peuvent contenir de l’information spectrale
associée au domaine du visible (VIS), du proche infra-
rouge (NIR) et/ou de l’infrarouge. Les dispositifs « multi-
shot » [1] produisent une image multispectrale en empilant
plusieurs frames acquises successivement. À l’inverse, les
dispositifs « snapshot » fournissent une image multispec-
trale à partir d’une seule acquisition [2]. Les caméras snap-
shot multicapteurs utilisent des prismes dichroïques pour
scinder le faisceau de lumière entrant sur plusieurs capteurs
selon des plages de longueurs d’onde. Ils sont donc coûteux
et ne peuvent échantillonner que quelques bandes spec-
trales. Les dispositifs snapshot monocapteur intègrent une
matrice de filtres optiques multispectraux (MSFA) recou-
vrant le capteur, comme le filtre de Bayer (CFA) largement
utilisé en imagerie couleur, afin d’échantillonner spatiale-

ment et spectralement la radiance incidente en fonction de
l’emplacement des photo-capteurs. Chaque filtre du MSFA
est sensible à une bande spectrale étroite spécifique, de
sorte que chaque pixel de l’image brute ainsi acquise repré-
sente une seule bande. Les autres bandes manquantes sont
estimées par dématriçage pour reconstruire l’image mul-
tispectrale pleinement définie [3]. Certaines applications
(comme l’identification d’adventices en plein champ) né-
cessitent des signatures spectrales indépendantes de l’éclai-
rage. Pour ce faire, les images de réflectance sont classique-
ment estimées à partir des images de radiance dématricées,
et des attributs de texture en sont extraits. Comme le déma-
triçage génère des artefacts et augmente les coûts de calcul,
certains auteurs proposent de traiter directement les images
brutes pour l’estimation de la réflectance [4] ou l’extraction
d’attributs [5]. Dans [6], des attributs de texture basés sur
les motifs locaux binaires (LBPs) sont directement extraits
des images brutes. Dans le même esprit, nous exploitons ici
les avantages de l’apprentissage profond et proposons un
réseau neuronal convolutif (CNN) qui agit comme un ex-
tracteur d’attributs de texture à partir d’images brutes [7].

2 Extraction d’attributs de textures
bruts par CNN

2.1 Image brute acquise via un MSFA
Pour classer les images de texture fournies par une caméra
mono-capteur échantillonnant B2 bandes via un MSFA, le
dématriçage estime généralement des images pleinement
définies (sur B2 canaux) à partir d’images brutes. De ces
images pleinement définies sont extraits des attributs de
texture [8]. Cette approche peut se révéler gourmande en
temps de calcul et en mémoire, surtout avec des images à
haute définition spectrale. De plus, les interactions spatio-
spectrales peuvent ne pas être prises en considération de
manière efficace, ce qui affaiblit le pouvoir discriminant
des attributs extraits.
Pour prendre en compte la corrélation spatio-spectrale, cer-
taines études traitent directement les images brutes [5, 6].
Lorsqu’un descripteur analyse efficacement une image
brute, il peut atteindre des performances de classification
similaires, voire supérieures, à celles obtenues à partir
d’une image pleinement définie, car le dématriçage génère
des artefacts susceptibles d’altérer la représentation de la
texture. Dans [6], les attributs de texture sont directement
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calculés à partir d’images brutes, ce qui évite l’étape de dé-
matriçage et fournit des attributs discriminants. Plus pré-
cisément, la méthode analyse une image brute en fonc-
tion du motif de base du MSFA et de sa disposition pour
construire un descripteur de texture basé sur l’opérateur
LBP. En s’inspirant de ces travaux, nous proposons ici une
nouvelle architecture CNN adaptée aux images brutes. Les
MSFAs utilisés dans ce travail sont définis par la répétition
d’un motif de base B×B qui échantillonne B2 bandes dif-
férentes. Il n’existe pas de consensus concernant la taille
du motif de base, et la recherche d’un compromis entre les
échantillonnages spatiaux et spectraux reste un problème
ouvert difficile [9] qui dépasse le cadre du présent article.
Par conséquent, nous suivons les dispositions MSFA de
deux caméras snapshot fabriquées par IMEC [10] et opé-
rant dans les domaines VIS (B = 4) et NIR (B = 5) (voir
Fig. 1).
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FIGURE 1 – MSFAs utilisés : IMEC VIS 4 × 4 (λb ∈
{469nm, . . . , 633nm}, b ∈ [[0, 15]]) (gauche) et NIR
5×5 (λb ∈ {678nm, . . . , 960nm}, b ∈ [[0, 24]]) (droite).

2.2 Architecture CNN proposée

L’architecture CNN proposée, nommée MSFA-Net, extrait
directement des attributs de texture à partir de patchs car-
rés de l’image brute de taille X ×X pixels, où X = m ·B
est un multiple de la largeur du motif de base du MSFA.
MSFA-Net est composée de trois blocs convolutifs, sui-
vis d’une couche de sous-échantillonnage (« pooling ») qui
moyenne les cartes d’attributs et de deux couches entière-
ment connectées. La première couche de convolution est la
plus importante, car elle guide l’extraction d’attributs selon
le motif de base du MSFA. Elle utilise 128 noyaux convo-
lutifs {Hn}127n=0 de taille B × B et de profondeur 1, avec
un pas de B pixels dans les deux dimensions spatiales et
sans remplissage par zero (« zero padding »). Un pas de
B pixels garantit que chaque coefficient du noyau est tou-
jours associé à la même bande du MSFA pour toutes les
convolutions. Cette première couche apprend des interac-
tions spatiales et spectrales entre les valeurs des canaux
dans chaque patch brut qui correspond au motif élémen-
taire du MSFA. La convolution entre un patch brut P raw

et un noyau Hn, n ∈ [[0, 127]], est définie en chaque pixel

(x, y) ∈ [[0,m− 1]]2 par :

On(x, y) =
B−1∑

i=0

B−1∑

j=0

Hn(i, j) ·P raw(B · x+ i, B · y+ j).

(1)
Les 128 cartes d’attributs résultantes {On}127n=0, de taille
m ×m, sont introduites dans le deuxième bloc convolutif
qui utilise 256 noyaux de taille 3 × 3 avec un pas et un
remplissage par zero d’un pixel, de sorte que les tailles des
cartes d’attributs d’entrée et de sortie soient identiques. Le
dernier bloc convolutif utilise 384 noyaux de taille 3 × 3
avec un pas d’un pixel et sans remplissage par zero. Pour
être invariant aux translations spatiales et robuste au bruit,
les cartes d’attributs de la dernière couche convolutive sont
injectées dans une couche de sous-échantillonnage. cette
dernière moyenne les cartes d’attributs canal par canal.
Afin d’introduire une non-linéarité et de réduire la dimen-
sion des attributs, le vecteur d’attributs de dimension 384
est injecté dans une couche entièrement connectée qui four-
nit le vecteur de texture final de taille 128.

3 Évaluation expérimentale
3.1 Description
Nous évaluons notre approche de classification et de seg-
mentation d’images multispectrales à l’aide de deux bases :
HyTexiLa [11], formée de 112 images pour la classifica-
tion de textures, et une base de 96 images dont nous dispo-
sons, dédiée à la reconnaissance de cultures et adventices
(« mauvaises herbes »).
Nous comparons notre descripteur avec ceux de l’état de
l’art, à savoir trois descripteurs basés sur un apprentissage
profond et quatre autres basés sur l’opérateur LBP. Nous
adaptons d’abord à nos images le modèle SegNet-Basic
(version simplifiée de SegNet [12]) en retenant uniquement
l’encodeur, complété d’une couche de vectorisation d’at-
tributs et deux couches entièrement connectées pour obte-
nir un vecteur de 512 attributs. Nous testons également le
modèle S-CNN [13], composé de trois couches convolu-
tives et de deux couches entièrement connectées, dont la
première fournit un vecteur de 1024 attributs. Enfin, nous
considérons l’extraction d’attributs par apprentissage rési-
duel profond [14] grâce à l’architecture à 18 couches (Re-
sNet18), qui fournit un vecteur de 512 attributs. Pour les
descripteurs basés sur l’opérateur LBP, nous considérons
le LBP marginal (comme descripteur de base) [6], les mo-
tifs angulaires locaux (LAP) [15], ainsi que les descripteurs
LBP-LCC [16] et M-LBP [6].

3.2 Résultats et discussions
Le tableau 1 montre les résultats de classification obte-
nus par chaque attribut avec, comme classifieur, le plus
proche voisin (1-ppv) couplé avec la distance euclidienne.
Parmi les descripteurs non basés sur un apprentissage, M-
LBP est plus performant que les autres descripteurs basés
sur l’opérateur LBP, car il prend en compte la corrélation
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spatio-spectrale au sein de l’image brute et évite l’étape
de dématriçage, qui peut affecter la représentation des tex-
tures. Globalement, les performances de tous les descrip-
teurs augmentent avec la taille des patchs, en particulier
celles du LBP marginal et du LAP, qui sont sensibles au
nombre de pixels du patch. Les encodeurs SegNet-Basic,
S-CNN et ResNet18 sont peu affectés par la taille des
patchs et ne fournissent pas de meilleurs résultats que M-
LBP avec le MSFA IMEC 5 × 5 dans la plupart des cas.
L’approche que nous proposons est classée première cinq
fois parmi les cas testés, suivie de ResNet18. Cela confirme
que les attributs fournis par MSFA-Net sont discriminants
malgré leur petite taille. Dans l’ensemble, MSFA-Net four-
nit des performances meilleures que les autres approches
ou comparables à des coûts de calcul nettement inférieurs
(voir Fig. 2). Le tableau 1 montre également que les perfor-
mances de MSFA-Net sont moins affectées par la taille des
patchs que celles des descripteurs calculés sans apprentis-
sage, ce qui le rend intéressant pour effectuer des tâches de
segmentation.
La Fig. 3 montre les résultats de la segmentation obtenue
par MSFA-Net et SegNet-Basic sur deux images tests pour
le problème de détection et d’identification des cultures de
betteraves et de leurs adventices. Elle montre des perfor-
mances comparables en matière de détection des adven-
tices entre SegNet-Basic et MSFA-Net. Elle montre éga-
lement que pour l’identification des betteraves et des ad-
ventices, les attributs extraits par MSFA-Net permettent au
classifieur de mieux distinguer les betteraves et les feuilles
de chénopode.
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MSFA-Net
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SegNet-Basic

S-CNN
ResNet18
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Marginal-LBP

FIGURE 2 – Taux de bonne classification par 1-ppv vs.
temps d’extraction d’attributs pour≈ 35, 9 ·103 patchs ap-
prentissage de 65×65 pixels (simulés avec le MSFA IMEC
5 × 5) de la base HyTexiLa. Les temps de dématriçage et
d’apprentissage des réseaux ne sont pas pris en compte.

4 Conclusion et perspectives
Dans cet article, nous avons proposé une approche ori-
ginale pour l’extraction d’attributs de texture à partir
d’images brutes grâce à une architecture CNN appelée

(a) Image test A (b) Image test B

Betterave adventice Betterave Chénopode

(c) Vérité terrain A (d) Vérité terrain B

93,9% 87,9% 95,2% 63,6%

(e) SegNet-Basic (mIoU = 83,4%) (f) SegNet-Basic (mIoU = 73,1%)

96,7% 87,4% 96,7% 75,2%

(g) MSFA-Net (mIoU = 86,5%) (h) MSFA-Net (mIoU = 80,8%)

FIGURE 3 – Résultats de segmentation (Intersection-sur-
union moyenne (mIoU) et taux de bonne classification par
classe) obtenus par les attributs extraits par SegNet-Basic
et MSFA-Net. (a, b) : rendus RGB de deux images multis-
pectrales tests ; (c, d) : vérités terrain ; (e, k) : résultats de
détection betterave/adventice ; (f, h) : résultats d’identifi-
cation betterave/adventice. Les valeurs en gras indiquent
les meilleurs résultats. Les couleurs magenta et bleu dans
(f, h) correspondent aux pixels chénopode classés comme
datura ou chardon, respectivement.

MSFA-Net. Cette approche évite l’étape de dématriçage
qui peut être gourmande en temps de calculs et peut alté-
rer la représentation des textures. Elle nécessite l’apprentis-
sage de beaucoup moins d’hyper-paramètres que les autres
architectures CNN testées. Des expériences sur la classifi-
cation d’images et la segmentation des cultures/adventices
montrent que MSFA-Net est globalement plus performante
que les autres approches testées, avec des coûts de cal-
cul bien moindres. Les travaux futurs se focaliseront sur
la conception d’architectures CNN plus robustes aux per-
turbations extérieures, liées par exemple à la variation de
l’éclairage et aux ombres portées.
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TABLEAU 1 – Taux de bonne classification (%) obtenu par 1-ppv et les attributs extraits à partir d’images brutes ou dé-
matricées, sur la base HyTexiLa. Le meilleur résultat de chaque colonne est affiché en gras, le second meilleur en italique.
Le symbole ∗ fait référence au MSFA IMEC 4 × 4, † à IMEC 5 × 5. L’architecture de ResNet18 utilisée est disponible sur
https://paperswithcode.com/model/resnet.

Patch
d’entrée

IMEC 4× 4∗ IMEC 5× 5†

Attribut taille 200× 200 124× 124 64× 64 200× 200 125× 125 65× 65

MSFA MSFA-Net 128∗,† 99,5 98,3 98,7 99,0 98,4 95,1
M-LBP [6] 4096∗/6400† 97,2 96,9 94,6 96,9 95,4 90,4

Dématricé

SegNet-Basic [12] 512∗,† 86,2 83,5 86,4 97,1 96,9 96,6
S-CNN [13] 1024∗,† 82,5 83,6 81,1 94,4 97,4 93,4
ResNet18 512∗,† 95,5 88,1 81,7 98,5 97,8 97,4
LAP [15] 256∗,† 80,0 69,1 41,3 68,4 65,6 36,1
LBP-LCC [16] 512∗,† 87,0 83,8 69,6 70,9 71,4 53,7
Marginal LBP [6] 4096∗/6400† 81,5 76,4 45,9 77,2 71,6 51,2
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Abstract
In the last decade, DNA has been increasingly investigated
as an alternative medium for cold data storage, present-
ing several advantages over standard hard drives such as
a higher density, longer lifespan and lower energy con-
sumption. However, such coding methods are limited by
biochemical constraints that elevate the probability of er-
rors being added to the coded nucleotides during synthesis,
storage, and sequencing. Although such errors can be lim-
ited by carefully designing the produced strands, it is un-
feasible to avoid them completely. In this paper, we explore
the impact of naturally induced errors on the performance
of a DNA-based image coding by means of realistic simula-
tions, demonstrating that the quality of the decoded images
is severely impacted. We also propose an error correction
scheme based on Reed-Solomon codes and Blawat encod-
ing, which successfully removes the produced artifacts.

Keywords
Image compression, DNA-based compression, error cor-
rection

1 Introduction
The amount of generated and stored data has been grow-
ing at an increasing rate, requiring the construction of more
and more data storage centers. Digital data is usually repre-
sented as bits having binary values, and the majority of per-
sistent data is stored in magnetic tapes and hard drives. Al-
though current technology has been advancing to increase
efficiency, the high rates of storage requirements pose a
logistic and environmental challenge due to energy con-
sumption. In this context, DNA has been proposed as a
serious candidate for storing rarely accessed data. Con-
trary to typical binary systems, DNA is suitable to repre-
sent information in a quaternary basis through four differ-
ent nucleotides: adenine (A), cytosine (C), guanine (G),
and thymine (T). DNA coding has, in fact, the advantage
of being capable of storing data with much less energy re-
sources while offering much higher density, and if good
conservation conditions are met, preservation periods in
the order of hundreds of years.
However, this technology still suffers from unique draw-
backs and is not yet ready to replace other data storage
methods in all scenarios. In practical applications, DNA

Figure 1: Left to right: original image, simulation with in
vivo storage model, recovered corrected image

strands have to be synthesized and stored in low luminos-
ity rooms with controlled temperature. In order to retrieve
the original information, the molecules are sequenced in a
costly process, making it expensive, time consuming, and
impractical for data to be accessed multiple times. More-
over, the entire pipeline cannot be executed without unde-
sirable errors such as deletion, insertion, or substitution of
nucleotides. The synthesized strands are subject to bio-
chemical constraints which, if they are not met, can ei-
ther increase the error rate or produce unstable molecules.
Research in the field reveals that, in order to reduce er-
rors, the produced molecules should avoid repeated pat-
terns and homopolymers, i.e. repeated sequences of the
same nucleotides, as well as high proportions of C and G
nucleotides. Although the real effect of naturally induced
errors can only be tested with the real-world implemen-
tation of a full pipeline with synthesis and sequencing, a
faster setup for testing coding mechanisms can be imple-
mented using error simulators [1] that attempt to reproduce
the outcomes of such natural processes.
In spite of all the reported challenges, several implementa-
tions of DNA-based coding have been reported in the last
few years. In a first attempt to store digital information in
DNA, [2] translated 0 and 1 to (A, C) and (T, G), respec-
tively, with the goal of saving a 659-Kbyte digital book.
Later, [3] produced the first coding mechanism avoiding
the creation of homopolymers by translating data into a
ternary basis and using a rotating dictionary to generate nu-
cleotides. In particular, the previously encoded nucleotide
was always excluded from the available options to repre-
sent the next symbol. Recent solutions incorporate mech-
anisms for error correction by including redundancy in the
binary symbols prior to the translation to DNA, allowing
to successfully retrieve the original encoded data even af-
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ỹ = HDNA(y)x̃p = d(ỹ)x̃b = Cd(x̃p)x̃

Figure 2: Proposed workflow diagram

ter errors being added to the nucleotide sequence, for ex-
ample by using algorithms such as Reed-Solomon codes
[4]. A number of works have also been devoted to devel-
oping methods to store image data into DNA. [5] leveraged
the DCT from JPEG 1 and used Goldman with Huffman
encoding to represent the obtained coefficients. Inspired
by this solution, [6] proposed a transcoder to translate the
coefficients of already compressed JPEG files into DNA.
Both solutions assume a lossless DNA channel and do not
take into consideration the errors induced by the storage
pipeline. Recently, the usage of neural networks for de-
signing effective and robust compression solutions is being
explored. As an example, [7] proposed an image compres-
sion solution based on a learning-based convolution au-
toencoder that can be trained to be robust to substitution
noise, which was nevertheless not evaluated against inser-
tion or deletion errors. In this paper, the algorithm from [5]
is used as a baseline by modeling the DNA channel with
an error simulator [1], demonstrating that even a small per-
centage of errors causes severe degradation on the decoded
image. A pipeline for error correction is then proposed and
implemented, allowing for complete recovery of the origi-
nal information from the distorted DNA strands.

2 Proposed error correction pipeline
The workflow proposed in this paper focuses on adapting
existing Forward Error Correction (FEC) codes developed
for binary usage to DNA applications. In order to achieve
such a target, an Error Correction Block is wrapped around
a binary pass-through stage, where the error correction
code is applied before the information is returned to the
DNA domain.
The proposed recoding procedure is shown in Figure 2.
Let the unprotected source FASTA x first be converted
into binary in a FASTA–binary conversion, labeled as b(·).
This mapping may be as simple as a trivial fixed-length
2-bit mapping, where each base is assigned a fixed binary-
represented number ranging from 0 to 3. This binary xb

is protected using the FEC code of choice via its encoding
function, Ce(·). The protected binary xp is then converted
into a new FASTA y = f(xp) = f(Ce(b(x))), this time
using a constraint-compliant encoding function f(·) that
results in a DNA strand compliant with given biochemical
constraints. The DNA sequence y is split into oligos of
finite length (in our implementation, 200 nucleotides) and
sent to the DNA channel HDNA, which denotes all stages,
i.e. synthesis, PCR, storage, and sequencing, of the DNA

workflow and the subsequent errors introduced by them.
The DNA channel is here modeled using the MESA DNA
error simulator [1], which reproduces the effects of all pre-
viously mentioned stages in individual oligos. For this rea-
son, no identification methods such as barcodes were im-
plemented to determine the position of oligos in the bit-
stream, which are concatenated after simulation to produce
the FASTA ỹ = HDNA(y). The protected binary equiv-
alent inherently damaged by the DNA channel x̃p is then
recovered using a conversion opposite to the one used in
encoding, labeled as d(ỹ). This binary-encoded informa-
tion is then sent to the correction block Cd(·) resulting in
the binary stream x̃b. Here, if the redundancy available is
enough to correct the errors in their binary form, the value
of x̃b will be equal to xb. Lastly, an operation inverse of the
first mapping b−1(·) is applied to reveal the estimated orig-
inal FASTA x̃ = b−1(Cd(d(ỹ)))), which can be decoded
with the corresponding coding algorithm.
The suitable error correction method must be selected con-
sidering the mappings and the relation between one nu-
cleotide error and its corresponding binary error. In our
simulations, the selected FEC code is a Reed-Solomon
code in finite field GF(28), denoted as RS(255, 225, 31).
The choice for f(·) and d(·) was a simplified single-cluster
Blawat encoding scheme [8], where every byte is converted
into a 5-nucleotide tuple. Without clusters, it is impossi-
ble to locate the positions of added errors in d(·), but the
encoding and decoding processes are less complex. The
use of Blawat codes ensures that one substitution error al-
ters at most two bits, that the overall GC content is bal-
anced, as well as a maximum homopolymer length of 3 is
reached. Moreover, this approach effectively turns inser-
tions and deletions into additional substitution errors, re-
sulting in a need for increased redundancy at the cost of
equal processing of errors.
Since the length of the compressed FASTA in nucleotides
is not necessarily an integer multiple of the block code size
k, a padding sequence is added to the RS symbols. This
padding is later scanned in the decoding process correlating
it with the decoded sequence to locate and remove it. This
way, a FASTA file with any length can be used with any
code size without need for truncation.
The proposed method has the advantage that redundancy
can be introduced without constraints, as the FEC code can
be applied directly to the binary translation of the input
FASTA and then split into oligos after re-encoding to DNA.
This splitting procedure is a necessary step due to the DNA
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synthesis constraints, which limit the synthesizable oligos
to a few hundred nucleotides. This provides higher flexi-
bility, as a different and further-optimized error correction
algorithm may be used in this scheme, providing an exten-
sive test bed of codes.
The designed scheme also provides effective protection to
FASTA-encoded information that did not originally incor-
porate a correction scheme. This implies that the recod-
ing mechanism ensures that the protected FASTA complies
with the DNA-specific channel constraints independently
of the source.
Finally, the scheme may offer the possibility of skipping
the first encoding step, i.e. conversion from FASTA to bi-
nary, directly feeding binary information as input, with the
goal of converting and protecting it for storage in DNA as a
general purpose protect-encode block, similar to most ex-
isting DNA codec implementations.

3 Results and analysis
In the proposed workflow, the two steps allowing for an in-
crease in the number of nucleotides in the output FASTA
y when compared to x are the binary-FASTA conversions
and the Reed-Solomon codes. Since b(·) and f(·) convert
bits to nucleotides at different rates, increasing the amount
of nucleotides by a factor of 5/4, and since Ce(·) produces
n symbols for every block of length k, the total ratio be-
tween stored nucleotides and source nucleotides equals to:

Rrec =
5

4
· n
k
= 1.417 (1)

In other words, the proposed error correction method in-
duces a nucleotide rate increase of approximately 41.7%.
Without any detection of error position, the number of sub-
stitution errors that can be corrected on the GF(28) symbols
from x̃p is:

⌊n− k

2
⌋ = 15 (2)

Since all erasure and insertion errors in ỹ are converted into
additional substitution errors when applying the Blawat de-
coding function d(·), it is possible to use the result from
2 to determine the maximum amount of errors added to
the DNA channel that can be corrected by the proposed
scheme. Considering that each block in xp is composed of
n = 255 GF(28) symbols, and each symbol is translated
into 5 nucleotides by f(·), under the assumption that errors
are sparse and uniformly distributed, then the maximum
tolerated error rate is equal to 15/(255 ∗ 5) = 1.18%.
The reported values depend on the level of redundancy
added by the Reed-Solomon codes. Using a higher amount
of redundancy symbols would allow the correction of more
errors at the expense of increasing the nucleotide rate. As
this work does not aim at reporting the optimal level of re-
dundancy, and as DNA technology continues to advance,
the appropriate level required may be chosen based on the
assumptions about the DNA channel. For example, under

Figure 3: Left to right: Original image, simulation with in
vivo configuration, simulation with in vitro configuration

assumptions of errorless synthesis and greatly improved
sequencing or storage technologies, the number of redun-
dancy symbols can be decreased as necessary to improve
the code rate.
The protection scheme described in the previous section
was used in conjunction with the JPEG DNA Benchmark
Codec [5] as the baseline producing DNA strands from
still uncompressed images. Using two images from the
Kodak dataset [9] as a test set, the corresponding FASTA
files were obtained from the baseline. The error simula-
tor was first applied directly into these sequences without
any added protection to evaluate its effect on the decoded
image. The results for two images of the test set can be
observed in Figure 3.
The original undistorted images are reported in the left col-
umn, while the decoded images after error simulation uisng
two distinct sets of configuration parameters without pro-
tection are reported in the middle and right columns. The
different configurations can be obtained by selecting dif-
ferent equipment or technologies used in the DNA-domain
workflow such as polymerases, storage hosts (in vitro or in
vivo), or sequencers. The middle column shows the sim-
ulation results under a configuration based on an in vivo
storage model using Escherichia Coli bacteria as the host.
This results in a low number of erasures and insertions,
and errors are mostly due to substitution. The right-most
column contains the decoded results for simulation with in
vitro-based storage, with error probability set to 0.5%, pro-
ducing a high number of erasures, and a higher number of
errors overall. Results show heavy degradation on the ob-
tained visual result are inflicted because of the simulation.
Although using an in vivo storage model results in lower
loss on information, the final result is anyway wildly dif-
ferent from the original image. These results reveal that
successful retrieval of media information without a strong
correction scheme is not feasible.
In order to test the efficacy of the proposed error correction
scheme, a crop of size 432x432 from test image kodim-23
was selected and compressed into DNA with the baseline.
The generated unprotected FASTA was then encoded using
the error correction scheme. Both FASTA files were then
served as input to the simulator, using an in vivo storage
model configuration. Finally, they were both decoded back
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Description MS-SSIM
Unprotected (in vivo simulation) 0.0869
Protected (in vivo simulation) 0.9937
No simulation 0.9937

Table 1: MS-SSIM scores for different configurations

Description FASTA
length [nt]

Nucleotide rate
[nt/px]

Unprotected (in vivo) 127,248 0.6818
Protected (in vivo) 181,050 0.9701

Table 2: Nucleotide rate for different configurations

to the image domain. Figure 1 depicts both retrieved of
images. Visually, the image recovered from the protected
FASTA doesn’t present any difference from the original,
while the unprotected FASTA produced an image with high
visual distortion.
To quantify the obtained results, the MS-SSIM [10] qual-
ity metric was computed on a grayscale colormap of the
images shown in Figure 1. The results are presented in Ta-
ble 1.
The objective quality scores show that the distortions in-
troduced by the error simulation have very high impact on
the entire workflow, while the objective quality scores with
error correction are identical to the image without any error
simulation. Therefore, the error correction mechanism al-
lowed to retrieve the same FASTA file as prior to the error
simulation, effectively neutralizing the effect of the DNA
channel.
Let us consider the bitrate with and without the protec-
tion scheme. The results can be seen in Table 2. The re-
dundancy added considerably increases the number of nu-
cleotides per pixel. The FASTA lengths for the protected
image are computed before entering the DNA channel, af-
ter both encoding steps. This analysis reveals that a bitrate
increase of around 42% was obtained, which is inline with
the results from Equation 1.

4 Conclusions
In this paper, we presented an efficient pipeline that allows
for correction of errors introduced by the synthesis and
storage of DNA. Notably, the redundancy level analyzed in
this paper allows for robustness against errors with an av-
erage bitrate increase, measured in nucleotides per pixels,
of approximately 42%. Moreover, the proposed pipeline
allows for a simple and flexible adaptation to error correc-
tion methods with increased performance. In further work,
the optimal level of redundancy in different scenarios can
be investigated.
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Résumé
Les applications telles que la télé-conduite et la télépré-
sence reposant sur des services vidéo doivent garantir une
interaction en temps réel avec une qualité d’expérience sa-
tisfaisante. La réduction du délai G2G (Glass-to-Glass),
c’est à dire le délai entre l’acquisition et l’affichage d’une
image vidéo sur un terminal distant, est essentielle pour
ces applications. L’extrapolation d’images vidéo basée sur
l’apprentissage profond a récemment été considérée pour
réduire le délai G2G. Dans cet article, nous examinons
l’efficacité de cette technique pour réduire la latence glo-
bale dans un système de transmission vidéo point à point.
L’objectif est de déterminer le domaine de fonctionnement,
les avantages et les inconvénients de cette approche. Pour
cela, nous comparons le compromis latence-qualité pour
deux méthodes de compensation de latence : la réduc-
tion du débit de codage et l’extrapolation. Les résultats
montrent que les méthodes d’extrapolation peuvent fournir
une réduction significative du délai G2G avec une perte de
qualité acceptable, surtout pour les applications avec des
contenus vidéo à faible information temporelle.

Mots clefs
Délai Glass-to-Glass, Transmission vidéo à faible latence,
Extrapolation d’image, Réduction de débit, Qualité vidéo.

1 Introduction
Ces dernières années, les services vidéo ont été intégrés
dans des applications émergentes et interactives telles que
la téléprésence [1] ou la téléconduite à distance [2]. Pour
garantir une qualité d’expérience satisfaisante (QoE) dans
des contextes de téléprésence, ou un comportement sûr
d’un système commandé à distance, il faut que les conte-
nus visuels soient fournis à l’opérateur humain (ou à la ma-
chine) avec une bonne qualité et une latence réduite.
La latence dans ces applications est déterminée par le délai
Glass-to-glass (G2G), c’est à dire le délai entre l’acquisi-
tion et l’affichage d’une image vidéo[3] comme illustré à
la Fig. 1. Le délai G2G acceptable pour la visioconférence
ou les jeux en ligne doit être inférieur à 100 ms pour être en
dessous du seuil de perception humaine [4], et pour les ap-
plications interagissant avec des machines, le délai est en-

core plus faible (10-30 ms) [5]. Néanmoins, le délai G2G
minimum réalisable (actuellement entre 50 et 400 ms [6])
est limité par les délais d’acquisition, de codage, de trans-
mission, de décodage et de mise en mémoire tampon.
Diverses études ont essayé de réduire chaque source de
latence. Pour réduire le délai d’acquisition, on utilise tra-
ditionnellement des caméras analogiques, car elles offrent
une faible latence à cause de l’absence de mise en mémoire
tampon et de traitement des données [7]. Dans le codage vi-
déo, la configuration Low Delay P (LDP) permet de réduire
la latence du codage [8] car elle évite le délai de réorgani-
sation des images. Une autre approche courante consiste à
réduire le débit d’encodage [9] pour diminuer la quantité
de données transmises par image, et par conséquent, la la-
tence.

FIGURE 1 – Latence G2G dans un schéma de transmission
vidéo point à point

Récemment, l’extrapolation des images vidéo a été consi-
dérée comme une approche alternative pour réduire le délai
G2G et obtenir une latence faible à nulle. L’extrapolation
vidéo exploite les techniques d’apprentissage profond en
extrayant des caractéristiques profondes des images déjà
acquises pour prédire les images futures. Si l’horizon d’ex-
trapolation est suffisamment éloigné, l’image extrapolée
peut être transmise à la place de l’image acquise puis af-
fichée au niveau du récepteur, tandis que l’image corres-
pondante est acquise au niveau de l’émetteur, ce qui en-
traîne une réduction drastique de la latence G2G. La mé-
thode proposée par [10] n’a pas pris en compte l’impact
des délais de codage et de transmission, ni le délai de l’ex-
trapolation.
Lorsque la latence est réduite, la qualité de la vidéo re-
construite se dégrade. Par exemple, la réduction du débit
cause de forts artefacts de codage, et les images extrapolées
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diffèrent des images originales. Dans cet article, nous étu-
dions ce compromis qualité-latence pour des scénarios tels
que la téléconduite et la visioconférence. Nous cherchons à
étudier la zone d’opération où l’extrapolation d’image est
efficace et à identifier ses avantages et ses inconvénients
par rapport à la réduction du débit d’encodage. Le reste de
l’article est organisé comme suit : La Section 2 décrit le
modèle utilisé pour évaluer la latence de G2G du schéma
de transmission vidéo. La configuration de la simulation
est détaillée et les résultats sont présentés et discutés dans
la Section 3. Enfin, la Section 6 conclut ce travail et donne
des perspectives.

2 Méthodologie
2.1 Modèle d’estimation du délai G2G
La Fig. 1 décrit le schéma de diffusion vidéo considéré. La
vidéo est codée à un débit RE et transmise via une liaison
de capacité C, supposée constante et non affectée par RE.
L’analyse pourrait être facilement étendue à un canal dont
la capacité varie dans le temps.
Les images vidéo sont acquises avec une période ∆F. On
suppose que l’acquisition de la n-ième image commence
au temps TA(n) = n × ∆F. Le délai d’acquisition et de
codage d’une image est supposé constant et égal à ∆E.
La taille de l’image encodée est S(n). Une fois encodée,
l’image est prête à être mise en paquets et protégée par co-
dage canal. Étant donné qu’une image vidéo codée ne peut
être transmise avant que les images précédentes ne soient
complètement codées et transmises, l’image n commence
à être transmise à l’instant :

TT(n) = max[TA(n)+∆E, TT(n− 1)+∆T(n− 1)], (1)

où ∆T(n − 1) = S(n − 1)/C est le délai de transmis-
sion de la n−1-ème image codée. Pendant la transmission,
la n-ième image se propage dans le canal jusqu’au récep-
teur durant ∆P(n) (ce délai dépend de la distance et de la
congestion du réseau). Quand l’image n atteint le récep-
teur, elle est décodée pendant ∆D, puis affichée au temps
TD(n) , par conséquent :

TD(n) = TT(n) + S(n)/C +∆P +∆D. (2)

Le délai G2G est alors la différence entre le moment où
une image est affichée au récepteur et le moment où elle a
commencé à être acquise à l’émetteur.

∆G(n) = TD(n)− TA(n). (3)

Dans cette étude, afin de respecter les contraintes de faible
latence, nous avons utilisé la configuration d’encodage vi-
déo LDP. La latence doit être évaluée en faisant la moyenne
1) des images I et P, puis 2) des images I uniquement repré-
sentant la latence maximale due à leur grande taille. Cela
permet de simuler l’effet d’un buffer tampon qui stocke les
images vidéo et les lit avec une cadence constante permet-
tant un affichage régulier sans pause.

2.2 Méthode de référence : Réduction du dé-
bit de codage

En réduisant le débit d’encodage vidéo, la quantité de don-
nées par image vidéo encodée à transmettre diminue, et

FIGURE 2 – Illustration de la transmission vidéo sans ex-
trapolation et avec extrapolation. Î et Ĩ indiquent respec-
tivement l’image extrapolée et décodée.

le temps nécessaire à l’envoi d’une image est réduit. Si
le débit d’encodage pour l’image n est réduit de RE à
R′

E = αRE, α ∈]0, 1], la latence de transmission résultante
sera telle que

R′
E∆F/C < RE∆F/C. (4)

Supposons qu’une vidéo codée à RE = 10 Mb/s est trans-
mise sur un canal de capacité moyenne C = 10 Mb/s à
25 fps, le délai de transmission d’une image est de 40 ms.
En considérant un facteur de réduction du débit d’enco-
dage vidéo α = 1/10, la taille moyenne de l’image est
également divisée par 10 et le délai de transmission devient
4 ms.

2.3 Méthode analysée : Extrapolation
L’extrapolation d’image est considérée comme un outil al-
ternatif pour compenser la latence. Elle est applicable à
l’encodeur ou au décodeur. Dans cet article, seule l’extra-
polation à l’encodeur est considérée sachant que les deux
approches ont un comportement similaire en termes de dé-
gradation de la qualité [10].
Pour compenser le délai G2G, un extrapolateur est inclus
dans la chaîne de transmission avant l’encodage, i.e., au
temps n × ∆F pour la n-ième image. Ce dernier prend
k images précédentes (In−k, . . . , In−1) comme images de
contexte pour produire une estimation de l’image In+h,
où h représente l’horizon temporel d’extrapolation. Par
exemple, supposons que le délai G2G soit de 2 ×∆F, càd
lorsque In est acquis au moment TA(n) = n×∆F, l’image
affichée au récepteur est In−2, si l’extrapolation n’est pas
introduite (Fig. 2-a). En utilisant un extrapolateur avec un
horizon temporel h = 2, à t = (n−2)×∆F, In est prédite
et envoyée au récepteur. Ainsi, l’image affichée au récep-
teur à t = n ×∆F sera l’image prédite de In. Quand l’ex-
trapolateur n’est capable de prédire qu’une seule image à
l’avance, l’extrapolation d’horizon h nécéssite h itérations
d’extrapolation, donc le délai d’extrapolation est h × ∆X,
avec ∆X est le délai d’extrapolation. Alors, la version ex-
trapolée de l’image In est prête à être transmise à :

TT(n) = max[TA(n−h)+h∆X+∆E, TT(n−1)+∆T(n−1)].
(5)

3 Configuration de la simulation
Nous proposons de comparer l’efficacité de ces méthodes
en évaluant le compromis qualité-latence dans plusieurs
scénarios. Nous considérons différentes séquences vidéo :
Stefan, Tennis, et Touch down pass à 30 fps, Soccer, Four
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people, Johnny à 60 fps de la collection Xiph [11] et Bike
1, Bike 2, Road, Person à 10 fps de la base de données
Kitti [12]. On prend les 90 premières images de chaque sé-
quence, redimensionnées à 640× 448 pixels.
Le codec VTM 18.0 est utilisé pour encoder les images ori-
ginales et extrapolées avec la configuration LDP 1 et trois
débits d’encodage typiques : RE = {1, 5 Mb/s, 800 kb/s,
400 kb/s} [13]. La taille du groupe d’images (GOP) ou le
nombre d’images entre les I-frames successives est fixé à
32 images. Nous considérons des valeurs typiques du dé-
lai d’acquisition et d’encodage ∆E = 23 ms et du délai de
décodage ∆D = 5 ms [2, 3].
Pour éviter l’accumulation de la latence due à l’augmenta-
tion du temps de transmission, la capacité du canal est prise
supérieure à RE, C = {3 Mb/s, 6 Mb/s, 10 Mb/s, 20 Mb/s}.
Le délai de propagation est pris ∆P = 3 ms qui est une va-
leur typique dans les réseaux d’accès 5G.
Parmi les techniques d’extrapolation [14], nous considé-
rons le réseau SDC-Net [15], qui présente les meilleures
performances [10]. Différentes hypothèses pour le délai
d’extrapolation (qui dépend de la plateforme matérielle)
sont considérées : ∆X ∈ {0, 1/4, 1/2, 3/4} ×∆F pour dé-
terminer quand la méthode d’extrapolation est efficace.
Deux métriques objectives de la qualité vidéo sont prises
en compte : le rapport signal à bruit (PSNR), et l’index de
similarité structurelle (SSIM).

4 Résultats des simulations
Bien que les images extrapolées soient déformées, la struc-
ture et la position de l’objet dans la scène sont en grande
partie préservées [10]. Par conséquent, le SSIM est une mé-
trique plus appropriée pour évaluer les artefacts d’extrapo-
lation car il ne repose pas sur des comparaisons pixel à
pixel comme le PSNR.
La Fig. 3 montre la variation de PSNR et de SSIM en
fonction de la latence moyenne et maximale pour la sé-
quence Four people qui représente une vidéo à faible com-
plexité temporelle. Des résultats supplémentaires peuvent
être trouvés sur le lien suivant : 2. Indépendamment de la
qualité de départ de la vidéo, celle-ci diminue lorsqu’on
utilise l’extrapolation pour atteindre environ 36 dB. Pour
toutes les valeurs de RE, l’approche d’extrapolation four-
nit un gain accru en termes de latence. Pour un canal de
faible capacité, même si on gagne la même latence, la qua-
lité obtenue avec la méthode d’extrapolation est meilleure.
Par exemple, en considérant C = 6 Mb/s, malgré que
∆X = 3/4 × ∆F, pour obtenir une latence maximale
de 37.3 ms avec un horizon d’extrapolation h = 5, un
PSNR de 36.3 dB et un SSIM de 0.97 sont obtenus. Par
contre, l’utilisation de la réduction du débit de codage avec
α = 1/8 conduit à un PSNR de 33, 36 dB, un SSIM de
0, 91 et un gain de latence de 35, 6 ms. Ainsi, pour une
compensation de latence similaire (35 ∼ 37 ms), nous ob-
servons de meilleurs scores de qualité à la fois visuellement
(Fig. 4) et objectivement (PSNR et SSIM). Cela montre
que la compensation de latence par extrapolation est une

1. encoder_lowdelay_P_vtm.cfg
2. https://drive.google.com/drive/folders/12UJ_

Il7yicPklxq1ymioKLj5PgcD06Dz?usp=share_link

méthode viable pour les applications où un contenu vidéo
à faible complexité temporelle est transmis.

5 Discussion
La réduction du débit d’encodage est une technique simple,
bien connue et maîtrisée en termes de qualité et d’artefacts
générés, offrant une plus grande flexibilité/granularité par
rapport à l’extrapolation. En effet, la réduction de la la-
tence par extrapolation dépend de l’horizon temporel h,
alors que la réduction du débit d’encodage est contrôlée
par le facteur de réduction α. Le choix d’un α approprié
permet de réduire la latence de manière plus fine. Néan-
moins, cette méthode ne permet de réduire la latence que
de quelques ms, au prix d’une baisse significative de la qua-
lité. De plus, un délai G2G nul (ou négatif) n’est pas réa-
lisable avec cette approche car cela nécessiterait de ne pas
transmettre de données. D’autre part, l’extrapolation per-
met de compenser une latence plus importante à condition
que le délai d’extrapolation reste faible, e.g., en utilisant
un processus non-itératif qui pourrait prédire directement
l’image désirée. Cela induirait probablement une perte de
qualité supplémentaire, cette idée sera considérée dans un
travail futur.
En ce qui concerne la perte de qualité, l’extrapolation
semble mieux convenir aux contenus à faible complexité
temporelle. Un défi concernant la méthode d’extrapolation
est le changement soudain de scène ou de cut, puisque
l’image prédite est basée sur les images contextuelles
précédentes, l’utilisation d’extrapolation pendant ces cuts
conduirait à des informations inexactes. On peut proposer
un mécanisme de commutation entre la réduction du débit
de codage et l’extrapolation pour éviter un tel problème.
Enfin, dans le cas de la multidiffusion, le délai G2G subit
par différents récepteurs peut être variable. Lors de l’ex-
trapolation à l’encodeur, l’horizon temporel est décidé au
niveau de l’encodeur et, donc, h ne peut être choisi que
pour optimiser une certaine mesure de performance glo-
bale parmi tous les utilisateurs, e.g, compenser un délai
moyen ou le délai maximal. En outre, nous sommes en
train d’étendre cette étude basée sur des paramètres sta-
tiques (débit binaire de codage, capacité du canal, etc.)
pour proposer un algorithme de débit de codage adapta-
tif qui s’adapte aux conditions de fluctuations du canal
pour fournir une meilleure qualité d’expérience en tenant
compte de l’extrapolation. Les résultats de cette étude ap-
profondie seront présentés lors de la conférence en cas
d’acceptation de cet article.

6 Conclusion et perspectives
Deux méthodes de compensation de la latence vidéo sont
comparées : la réduction du débit d’encodage et l’extrapo-
lation des images. Cette étude illustre l’efficacité de l’ex-
trapolation en considérant le compromis qualité-latence et
détermine sa région d’opération. Les résultats montrent que
l’extrapolation est plus performante que la réduction du dé-
bit en terme de compensation de latence et peut atteindre
une latence G2G nulle ou négative, notamment lors de la
transmission de contenus à faible information temporelle.
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(a) PSNR de la séquence Four people (b) SSIM de la séquence Four people

FIGURE 3 – Evolution de la qualité en fonction du retard G2G moyen (à gauche) et maximum (à droite) pour RE = 800 kB/s
pour la séquence Four people : a) PSNR, b) SSIM.

(a) Image originale (b) latence moyenne = 35.6 ms (c) latence moyenne = 37.3 ms

FIGURE 4 – Comparaison visuelle de Four people (RE = 800 kb/s, C = 6Mb/s) : (a) originale, (b) Réduction de débit
(α = 1/8, PSNR = 33.3 dB et SSIM = 0.91) et (c) Extrapolation (h=5, ∆X = 3/4×∆F, PSNR = 36.3 dB et SSIM = 0.97).

Néanmoins, la réduction du délai d’extrapolation est une
étape nécessaire lorsque des canaux de faible capacité sont
considérés. Actuellement, l’extrapolation est une technique
prometteuse, mais elle est encore dans sa phase initiale
concernant la qualité et le délai d’extrapolation. Cet article
fournit un bon aperçu basé sur des paramètres statiques
(capacité du canal, débit d’encodage, etc.) et sert de base
indispensable à des travaux plus complexes visant à propo-
ser des mécanismes adaptatifs tenant compte la variabilité
de ces paramètres. Ces travaux seront présentés lors de la
conférence.
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Résumé
Remote control vehicles require the transmission of large
amounts of data, and video is one of the most important sources
for the driver. To ensure reliable video transmission, the enco-
ded video stream is transmitted simultaneously over multiple
channels. However, this solution incurs a high transmission cost.
To address this issue, it is necessary to use more efficient vi-
deo encoding methods that can make the video stream robust
to noise. Moreover it should have a less complexity to adapt
to the real time requirement. In this paper, we propose a low-
complexity, low-latency 2-channel Multiple Description Coding
(MDC) solution with an adaptive Instantaneous Decoder Re-
fresh (IDR) frame period, which is compatible with the HEVC
standard which adaptive redundancy adjustment. This method
shows a better resistance to high packet loss rates with lower
complexity.

Mots clefs
Multiple Description coding, HEVC, noisy channel, Error Cor-
rection, low latency

1 Introduction
Remote driving requires continuous video data transmission to
allow the driver to perceive the environment. The vehicle’s video
is transmitted to the driver through a wireless channel, and the
latency and frame quality must be within limits to guarantee sa-
fety. However, wireless networks are more susceptible to noise
than wired networks and are thus less reliable. Forward Error
Correction (FEC) has been implemented in the transport layer to
improve the resilience of video transmission to losses, but it is
designed to be robust only up to a certain limit of packet error
rate and requires high complexity computation[1]. Furthermore,
the wireless channel’s characteristics are dynamic and vary over
time, making it difficult to estimate the channel state accurately
for FEC.
To mitigate interference in real-time video transmission, one ap-
proach is to use two separate wireless channels to send the same
video sequence as a backup. However, this can result in a waste
of bandwidth since the same information is being transmitted
twice. Multiple Description Coding (MDC) can be used as a so-
lution to address this issue. In the case of MDC for two chan-
nels, the MDC encoder produces two different descriptions, S1
and S2, of the video with bit rates R1 and R2, respectively, from
the original video source. These two descriptions are then trans-
mitted through two independent channels by two transmitters. If
only one description is available at the MDC decoder, either S1

or S2, the side decoder will be used to produce the video se-
quence with distortion D1 or D2, respectively. However, if both
descriptions are available at the MDC decoder, the central deco-
der merges them to construct the central reconstruction by remo-
ving redundant information and retaining the primary one, resul-
ting in higher video quality with a smaller central distortion D0.
MDC has been studied in the past and can be classified into three
categories based on how the redundancy information is added to
each description. There have been many studies on MDC in the
spatial domain, most of which are compatible with the H.264
encoding standard. In [2], Tilo et al proposed a method of MDC
compatible with the H.264 standard based on adjusting the re-
dundancy level of the different slices. However, this method re-
quired to calculate all the GOP to find the optimum bit allocation.
In [3], the author used the Multiple-State Video Coding with Re-
dundant Pictures method by shifting the I and P frames of Group
of Picture (GOP) between the two descriptions. In [4], the au-
thors proposed an H.264 MDC scheme based on block permu-
tation and DCT coefficients splitting. However, These methods
didn’t include the redundancy control thus it cannot adapt in the
redundancy level based on network condition.
However, recent studies have attempted to include an MDC
scheme in the HEVC standard, which has higher performance
and is more resilient to packet erasure, as demonstrated in [5].
Many of these studies, such as [6, 7], are based on visual sa-
liency and transform domain splitting. However, these methods
may not be suitable for real-time applications due to their use of
Bidirectional Motion Compensation (B-Frame). In [8], authors
propose a frame rate variation MDC scheme adapted for remote
control vehicles, but this scheme does not exploit the temporal
dependency between frames, resulting in lower compression per-
formance.
In this article, a spatial domain multiple description codec based
on the HEVC standard with Rate Distortion Optimization (RDO)
at the CTU level for each frame independently is proposed. The
scheme uses unidirectional temporal prediction, which allows for
a reduction in transmission costs and meets real-time delay re-
quirements. The proposed solution is presented in the first part
of the article, and the second part shows its performance under a
packet erasure channel.

2 Proposed Method
We propose a balanced MDC with two descriptions as described
in Figure 1. Assume that the packet error distribution of both
channels is independently and identically distributed (i.i.d). The-
refore, for each frame of the sequence, the expected distortion at
the decoder is expressed as :
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FIGURE 1 – Proposed coding scheme : First, the frame will be split in CTU/CU structure optimized for the given target bitrate. Based on this structure and the
residual produced by this step. The MDC bit allocation will allocate the QP value for each CTU using algorithm 1. Then, these QP values will feed the Transform and
Quantization blocks at encoder side. After that the central reconstruction will be constructed by discarding the coarse quality CTU, this central reconstruction is stored in
the Central Reconstructed Buffer. Finally MC process is performed on the central reconstruction.

De = (1− pe)
2∑

j=1

Dp,j + pe(1− pe)
2∑

j=1

Dr,j + p2eDerror (1)

Here, Dp,j and Dr,j are the total distortion of the principal CTUs
and the redundant CTUs, respectively, in the same description j
of the same frame. We define the following relationship :

Dp,j +Dr,j =
N∑

i=1

di,j ∀j ∈ 1, 2 (2)

In this equation, di,j is the quantization distortion of a CTUi,j ,
where i is the CTU index in a frame, j is the description and N
is the total number of CTUs in each frame. pe is the probability
of packet error. The term Derror is the distortion when the two
descriptions are lost simultaneously. Thus Derror is a constant
and can be omitted from the cost function. The problem is to
find the set of QPi,j to use for each CTUi,j in a frame which mi-
nimizes the expected distortion De under a frame target bit rate
Rt. The optimal MDC rate-constrained optimization problem is
then given by :

min
QPi,j

De ∀j ∈ 1, 2 ∀i ∈ 1, ..., N

s.t. Rj =
Rt

2
,

QPmin ≤ QPi,j ≤ QPmax

This problem can be solved using the standard Lagrangian ap-
proach and minimizing the following cost function :

Jλ1,λ2
(R1, R2) = De +

2∑

j=1

λj(Rj −Rt/2) (3)

As the two descriptions are independent from each other, we can
therefore establish :

Jλ1,λ2
(R1, R2) = Jλ1

(R1) + Jλ2
(R2) (4)

where Jλj
(Rj) contains only the terms of the corresponding des-

cription j and is given by :

Jλj
(Rj) = (1−pe)Dp,j+pe(1−pe)Dr,j+λj(Rj−Rt/2) (5)

The solution to the optimization-constrained problem is given by
the first-order conditions, leading to :





∂Jλj
(Rj)

∂λj
= 0 ∀j ∈ {1, 2} (6)

∂Jλj(Rj)

∂Ri,j
= 0 ∀j ∈ {1, 2} ∀i ∈ {1, .., N} (7)

Due to the nonlinearity of the scalar quantizer in HEVC, mini-
mizing the cost function is not straightforward. As a result, the
rate-distortion function di,j(Ri,j) is not continuous and therefore
not differentiable. To address this challenge, we approximate the
rate-distortion relationship using the exponential function, given
by :

di,j(Ri,j) = aie
biRi,j ∀i, j (8)

where the parameters ai and bi are estimated using linear re-
gression in each CTU of the residual frame produced by a pre-
encoding process before encoding the two descriptions. Then,
we can solve the problem using Algorithm 1, where Rimin

and

Algorithm 1 Minimizing cost function (5)

Initialize Rt, λMAX , λMIN , ϵ, Rimax
, Rimin

while |Rj − Rt

2 | > ϵ do
λj ← λMAX+λMIN

2
{R∗

i,j} ← minimize(Jλj
(Rj))

{R∗
i,j} ← clip(Rimax , Rimin , Ri,j)

if Rj − Rt

2 < 0 then
λMAX ← λj+λMIN

2
else

λMIN ← λj+λMAX

2
end if

end while

Rimax are given by QPmax and QPmin repectively for each
CTUi,j . To prevent error propagation, the Instantaneous Decoder
Refresh (IDR) frame allows the encoder to send an intra-frame
signal to the decoder, clearing the Central Reconstructed Buffer.
All frames can then be decoded from this IDR frame. There-
fore, the encoder needs to select the appropriate amount of IDR
frames to achieve the best coding quality concerning the chan-
nel noise. The study [9] has shown that the optimal IDR frame
period under i.i.d. packet error distribution is given by :

TIDR =
1

pe
(9)
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FIGURE 2 – Comparison of the average Rate-Distortion with the method SF-PMDVC [7] under packet erasure : The experiment was conducted for three different
packet loss rates : 0.1, 0.05, and 0.01. Each compressed stream was simulated three times over with different packet lost rate, and the average PSNR was computed. Our
proposed MDC used LD-P configuration for encoding, while the referenced method used RA. SDC stands for Single Description Coding

To decode the erroneous bitstream, if the principal CTU is lost,
its redundant version will replace it. If two versions of the CTU
are lost, the basic error concealment, which consists of replacing
the block with the previous one, is applied.

3 Experimental Result
In this section, we evaluate the performance of our framework
under a packet erasure channel. As mentioned earlier, the so-
lution is implemented inside the HM codec [10]. To simulate
the transmission, we use HEVC compressed streams with va-
rying packet loss rates. Figure 2 shows that our proposed so-
lution, which employs the LD-P configuration, outperforms the
SF-PMDVC method with Random Access (RA) configuration
for high packet error rates and high-motion sequences like BQ-
Mall, RaceHorses, and BlowingBubbles, while having a lower
complexity encoding profile. Therefore, our proposed method is
better suited for real-time applications.

4 Conclusion
In this study, we proposed a spatial-based multiple description
encoding bit allocation and decoding solution that is adapted to
HEVC standard. Our proposed MD coding scheme includes a bit
allocation that distributes the redundancy between descriptions
by adjusting the QP value for each CTU within a frame based
on the channel characteristics and an IDR adaptation. This solu-
tion meets the requirements of low latency and good compres-
sion performance, making it suitable for use in remote control
vehicles.
In our perspective, a more robust error handling mechanism with
finer grain error detection at the CU level will enhance the per-
formance of the system. Various methods such as those discussed
in [11, 12], could be employed to improve the decoding perfor-
mance. Additionally, a scheme of optimization with error mis-
match propagation model should improve the performance of the
system.

Appendix
This is the summary of the article that has been submitted for the
IEEE ICIP 2023 conference and is currently awaiting the review
process.
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Résumé
Cet article présente une solution de décodage par liste op-
timisée pour des vidéos corrompues par des erreurs de
transmission. Elle est basée sur l’évaluation de la qua-
lité des images sans référence utilisant un réseau de neu-
rones convolutif (CNN) qui gère efficacement les distor-
sions non uniformes. À l’issue d’un processus de déco-
dage par liste, nous évaluons la qualité de chaque image
candidate générée (sans référence) afin de sélectionner la
meilleure. Lorsque l’erreur de transmission se produit dans
une image intra, notre architecture a une précision de dé-
cision de plus de 98% contre 46% pour l’architecture CNN
originale pré-entraînée. Pour les erreurs dans une image
inter, c’est 79% contre 33%.

Mots clefs
Transmission vidéo, distorsions non uniformes, évaluation
de la qualité des images, réseau de neurones convolutif.

1 Introduction
Nous assistons à un développement très rapide des appli-
cations impliquant la transmission de contenus vidéos. Ce-
pendant, les erreurs de transmission sur des réseaux sans-
fil compromettent gravement la qualité visuelle des conte-
nus vidéos reçus, ce qui se traduit par une mauvaise qualité
d’expérience pour l’utilisateur final. Différentes approches
existent dans la littérature pour réparer les paquets vidéos
erronés reçus [1, 2, 3, 4, 5, 6]. Parmi celles-ci, nous nous
intéressons aux approches de décodage par liste qui ex-
ploitent les paquets reçus corrompus. À partir de chaque
paquet corrompu, la méthode génère plusieurs paquets can-
didats. Ces candidats représentent diverses tentatives de
correction du paquet erroné. Le défi consiste à estimer sans
référence au récepteur la qualité de chacun de ces candidats
pour ensuite choisir le meilleur. Ce dernier correspondra
idéalement à la version intacte originalement transmise.
Dans cet article, nous proposons donc un cadre d’optimisa-
tion du décodage par liste où une évaluation sans référence
de la qualité visuelle permet d’identifier le meilleur candi-
dat parmi une liste de plusieurs. Notre approche est basée
sur l’usage d’un réseau de neurones convolutif (CNN) mo-

difié afin de permettre la prise en compte de distorsions
non-uniformes dues aux erreurs de transmission. Nos prin-
cipales contributions sont :
1. Une nouvelle méthode d’évaluation de la qualité basée

sur le CNN présenté dans [7], mais améliorée à plu-
sieurs égards, dont une normalisation et une mesure de
qualité locales, opérant par patch, pour supporter des
distorsions non-uniformes dans les images.

2. Une nouvelle base de données constituée de vidéos en-
codées avec la norme High Efficiency Video Coding
(HEVC) [8] et auxquelles nous avons injecté des erreurs
de transmission. Cela mène à des images possédant des
artéfacts non-uniformément distribués spatialement sur
lesquelles notre système peut s’entrainer.

3. Un nouveau cadre d’optimisation du décodage par liste
capable de sélectionner la vidéo ayant la meilleure qua-
lité visuelle parmi plusieurs candidats.

À la section 2, nous présentons la méthode proposée. À
la section 3, nous présentons nos résultats expérimentaux.
Enfin, nous présentons nos conclusions à la section 4.

2 La méthode proposée
2.1 Cadre d’optimisation de décodage
À la Figure 1, nous proposons un cadre pour améliorer le
processus de décodage par liste constitué de : 1) la généra-
tion d’une base de données d’images avec distorsions non
uniformes, 2) l’apprentissage pour l’évaluation de la qua-
lité (entraînement), et 3) la sélection du meilleur candidat.
Le processus de génération de la base de données com-
prend différentes étapes : l’encodage vidéo par la norme
HEVC, la génération d’erreurs de transmission et le déco-
dage vidéo par liste, sans dissimulation d’erreur, pour obte-
nir les N candidats représentant des tentatives, pour la plu-
part infructueuses, de correction de la vidéo. Le processus
d’entraînement à évaluer la qualité comprend la conversion
d’images (du format YUV au format utilisé pendant l’ap-
prentissage), la génération de patchs et l’apprentissage du
réseau de neurones de manière supervisée en utilisant une
métrique de qualité avec référence complète. Le choix du
meilleur candidat est réalisé en identifiant le candidat avec
la qualité la plus élevée.
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FIGURE 1 – Cadre proposé pour optimiser le décodage par liste de vidéos corrompues lors de la transmission

2.2 Méthode d’évaluation de la qualité vi-
suelle améliorée basée sur le CNN

Plusieurs métriques basées sur les CNN [7, 9] séparent
une image en plusieurs patchs de taille réduite et extraient
les caractéristiques de chaque patch pour évaluer leur qua-
lité. Les modèles basés sur les patchs attribuent souvent à
tous les patchs de l’image le même niveau de qualité que
l’image complète lors de l’apprentissage [10], ce qui donne
de bons résultats pour les distorsions uniformes, mais n’est
pas une approche souhaitable lorsque l’on considère des
distorsions non uniformes. Nous proposons donc d’utiliser
des scores locaux afin que chaque patch ait un score de qua-
lité qui lui est propre. Cela peut aider le réseau de neurones
à apprendre plus efficacement les distorsions locales.
Nous choisissons l’architecture CNN proposée dans [7]
comme architecture de base et l’améliorons afin de l’adap-
ter à notre objectif. L’architecture originale est un réseau
neuronal à 5 couches, dont 1 couche convolutive, 2 couches
de pooling et 2 couches entièrement connectées. Comme
illustré à la Figure 2, nous utilisons, dans cet article, la
structure du réseau suivante : 64×64×3−58×58×50−2×
50− 800− 800− 1. Au lieu d’effectuer la simulation uni-
quement sur le canal de luminance comme dans [7], nous
étendons nos expériences à trois canaux R, G, B. L’archi-
tecture de base [7] utilise une méthode de normalisation du
contraste local. Supposons que la valeur d’intensité d’un
pixel à l’emplacement (i, j) soit v(i, j), les auteurs cal-
culent alors sa valeur normalisée vn(i, j) comme suit :

vn(i, j) =
v(i, j)− µ(i, j)

σ(i, j) + C
, avec

µ(i, j) =
1

(2W + 1)2

p=W∑

p=−W

q=W∑

q=−W

v(i+ p, j + q)

σ(i, j)=

√√√√ 1

(2W + 1)2

p=W∑

p=−W

q=W∑

q=−W

[v(i+ p, j + q)− µ(i, j)]2

où C est une constante positive qui empêche la division
par zéro. La taille de la fenêtre de normalisation est de

(2W + 1) × (2W + 1) pixels avec W = 3. Cependant,
cette méthode pose un problème lorsqu’elle est appliquée
à des patchs uniformes. Le problème est que le décodeur
initialise chaque patch au format YUV à (0,0,0) lorsqu’il
démarre le décodage d’une image. Considérant un seul ca-
nal, par exemple Y, nous ne pouvons pas faire la distinc-
tion entre un patch uniforme bien reçu dont la valeur est
normalisée à 0 et un patch erroné qui est uniforme parce
qu’il a été initialisé à 0 par le décodeur. Cette situation
est problématique quand elle survient dans la base de don-
nées d’entraînement, car le réseau neuronal devient confus
pendant l’apprentissage. En effet, à l’issue de la normali-
sation, un patch uniforme et un patch en erreur deviennent
identiques et entrent dans les couches du CNN avec des
scores de référence différents pour l’apprentissage. Pour
éviter ce problème, nous améliorons la normalisation lo-
cale en séparant ces deux situations. Lorsque nous détec-
tons σ(i, j) = 0 dans les patchs d’entrée, nous calculons
µ(i, j). Si µ(i, j) ̸= 0, nous forçons vn(i, j) à être égal
à ϵ ̸= 0 après normalisation. Nous utilisons l’Eq.(1) sur
chaque canal d’une image en format RGB où nous for-
çons la valeur à (0,0,0) lorsque le décodeur récupère YUV
à (0,0,0) suite à une erreur.

vn(i, j) =

{
0, si σ(i, j) = 0 et µ(i, j) = 0
ϵ, si σ(i, j) = 0 et µ(i, j) ̸= 0

(1)

Notre réseau neuronal est tout d’abord entraîné sur des
patchs non chevauchants de 64 × 64 pixels, correspon-
dant à un coding tree unit (CTU) en HEVC [8], provenant
d’images haute définition. Pour l’entraînement, nous attri-
buons à chaque patch un score de qualité Peak signal-to-
noise ratio (PSNR), calculé entre le patch corrompu et le
patch correspondant dans l’image originale avant encodage
(métrique avec référence). Pour les tests, nous utilisons la
moyenne des scores de patchs prédits pour chaque image
afin d’obtenir le score Ŝ(I) de qualité au niveau image :

Ŝ(I) =
1

L

L−1∑

l=0

Ŝp(Pl)
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FIGURE 2 – Architecture CNN proposée pour évaluer la qualité des images avec distorsions non-uniformes

où Ŝp(Pl) indique le score de qualité prédit pour le patch
Pl par le CNN (métrique sans référence), et L est le
nombre total de patchs dans l’image. Le fait d’utiliser des
petits patchs en entrée élargit considérablement l’échan-
tillon d’apprentissage pour le CNN et évite le problème de
manque de données rencontré lors de l’utilisation d’un en-
semble d’images complètes. Nous utilisons la fonction de
perte de [7], la descente de gradient stochastique et la ré-
tropropagation sont utilisées pendant l’entraînement. Nous
utilisons un ensemble de validation pour éviter un ajuste-
ment excessif et conservons les paramètres du modèle qui
génèrent la valeur de Spearman Rank Order Correlation
Coefficient la plus élevée sur l’ensemble de validation.

3 Résultats expérimentaux
3.1 Base de données vidéo utilisée
Toutes les séquences originales utilisées dans nos expé-
riences proviennent de [11, 12]. Les vidéos collectées sont
au format YUV avec une résolution de 1920× 1024. Nous
extrayons les 10 premières images de chaque vidéo pour les
encoder avec la norme HEVC. Parmi les différentes valeurs
du pas de quantification (QP) possibles, nous avons choisi
37 qui correspond à une valeur fréquemment utilisée. Nous
supposons que chaque image encodée est contenue dans un
seul paquet vidéo. La première image de la vidéo encodée
est une image intra (I), et les 9 images suivantes sont des
images inter (P). Pour simuler la combinaison d’une erreur
de transmission suivie d’un décodage par liste où les bits
sont inversés à différents endroits, des positions de bits in-
versés sont choisies en fonction de l’équation p = α×M ,
où α = {0.1, 0.2, ..., 0.9, 0.99} et M est la taille de chaque
paquet. Ainsi, pour chaque séquence, nous avons 11 candi-
dats à chaque fois (dont 1 est le candidat sans erreur). Nous
obtenons 990 images corrompues à partir de 90 images de
référence et finalement 475 200 patchs pour l’apprentis-
sage, avec une taille de patch de 64×64 pixels. Nous avons
séparé notre base de données en ensembles d’entraînement
et de test, avec une répartition de 60% et 40%, respective-
ment. Chaque patch est associé à un score PSNR dans l’in-
tervalle [0, 50] dB, qui est normalisé dans l’intervalle [0, 1]
pendant l’apprentissage. Sur la base de résultats empiriques
de simulation, nous fixons ϵ = −0.013 dans l’Eq.(1).

3.2 Évaluation des performances
Nous entraînons et testons le modèle original CNN et notre
version améliorée sur la nouvelle base de données dé-
diée. Afin de mieux évaluer les performances des modèles,
nous définissons plusieurs métriques. Comme indiqué ci-
dessous, Sintact indique le PSNR moyen, par rapport aux
versions originales, de toutes les images intactes, qui sont
compressées mais reçues sans erreur de transmission. Il est
calculé sur YUV selon [8] et noté PSNRYUV. Ssystème re-
présente le PSNR moyen, par rapport aux versions origi-
nales, de toutes les images sélectionnées par une méthode
donnée. Sdiff est, pour une méthode, la différence absolue
entre la qualité moyenne des images sélectionnées et celle
des images intactes. N correspond au nombre de séquences
originales considérées. K est le nombre de candidats, Ic,i,
parmi lesquels choisir pour chaque image corrompue.

Sintact =
1

N

N−1∑

n=0

PSNRYUV(Ioriginal,n, Iintact,n),

Ssystème =
1

N

N−1∑

n=0

PSNRYUV(Ioriginal,n, Isystème,n),

où Isystème = argmax
{Ic,i, 0≤i<K}

Ŝ(Ic,i), Sdiff =
∣∣Sintact−Ssystème

∣∣

Méthodes Précision Sintact
(dB)

Ssystème
(dB)

Sdiff
(dB)

CNN_Y_G pré-entraîné [7] 45.6% 28.69 10.49
CNN_Y proposé 93.0% 38.39 0.79
CNN_RGB proposé 96.5% 39.18 38.88 0.30
CNN_Y_NL proposé 98.2% 38.60 0.58
CNN_RGB_NL proposé 96.5% 38.88 0.30

TABLEAU 1 – Performances sur les images codées en intra

Méthodes Précision Sintact
(dB)

Ssystème
(dB)

Sdiff
(dB)

CNN_Y_G pré-entraîné [7] 33.3% 32.99 5.63
CNN_Y proposé 60.0% 30.19 8.43
CNN_RGB proposé 66.7% 38.62 36.49 2.13
CNN_Y_NL proposé 77.0% 36.55 2.07
CNN_RGB_NL proposé 79.0% 36.71 1.91

TABLEAU 2 – Performances sur les images codées en inter
Les Tableaux 1 et 2 présentent les résultats expérimentaux
obtenus en utilisant des images codées respectivement en
intra et en inter, en comparant la méthode CNN originale à
différentes configurations de simulation. Pour les résultats
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sur image inter, l’erreur a directement frappé l’image inter
en question, et ne correspond pas à une propagation d’er-
reur survenue dans l’image intra précédente. Les meilleurs
résultats sont indiqués en gras.
La première ligne de chaque tableau, CNN_Y_G pré-
entraîné, utilise le modèle déjà entraîné de l’article [7], qui
applique le même score pour chaque patch de la compo-
sante Y de l’image (score global), et teste avec notre base
de données avec distorsions non uniformes. CNN_Y pro-
posé indique la solution proposée où on utilise un score
différent par patch de luminance et où nous ré-entraînons
et testons sur notre base de données (comme toutes les mé-
thodes proposées). Nous pouvons constater l’intérêt d’uti-
liser un score local par patch et de ré-entraîner sur la base
de données proposée puisque la précision passe de 46% à
93% sur les images intra et de 33% à 60% sur les images
inter. Nous croyons que ce score local permet de mieux ap-
prendre les caractéristiques des distorsions provenant d’er-
reurs de transmission. CNN_RGB proposé indique que les
images utilisées initialement au format YUV sont conver-
ties au format RGB pour l’entraînement et l’inférence. Une
méthode avec le suffixe _NL indique une configuration qui
applique notre méthode de normalisation locale améliorée
(Eq.(1)). Pour les images codées en intra, l’utilisation de la
normalisation locale permet d’obtenir une meilleure pré-
cision et une moins grande différence de qualité lorsque
le CNN utilise le canal Y. Cependant, aucune amélioration
n’est obtenue lorsque RGB est utilisé. Pour les images in-
ter, l’utilisation de la normalisation locale permet d’amé-
liorer significativement les performances tant pour Y que
pour RGB avec une précision qui passe de 60% à 77%
pour Y et de 68% à 79% pour RGB. Finalement, bien que
les performances soient similaires pour Y et RGB en intra,
l’usage de RGB performe mieux en inter. Nous croyons
qu’il a l’avantage de pouvoir identifier les distorsions de
couleurs. On note que la précision est beaucoup plus faible
pour les images inter que pour les intra. En effet, les erreurs
de transmission dans les images inter n’engendrent pas de
pertes aussi importantes de qualité que sur les images intra,
ce qui rend plus difficile l’apprentissage du modèle.
Nous pouvons voir l’intérêt du score local, du ré-
entraînement sur notre base de données et la normalisation
locale. Néanmoins, les performances ne sont pas optimales
et plusieurs travaux sont envisagés pour les améliorer. Par
exemple, on pourrait penser à modifier la taille des patchs
pour pouvoir détecter les discontinuités aux frontières des
CTUs HEVC, rendues visibles suite à la présence d’erreurs
de transmission. Aussi, nous pourrions adapter notre sys-
tème en opérant directement en YUV plutôt qu’en Y ou
RGB pour détecter les distorsions de couleur tout en évitant
des conversions supplémentaires. Les derniers résultats de
ces améliorations seront présentés lors de la conférence.

4 Conclusion
Nous avons développé une architecture d’évaluation de
la qualité d’image reposant sur un CNN existant, modi-

fié pour devenir sensible à des distorsions non uniformes,
rencontrées lors de transmission avec erreurs. Cette mé-
thode peut être utilisée pour extraire la meilleure recons-
truction d’une liste d’images candidates générées à l’issue
d’un processus de correction d’erreurs. Sur cette base, nous
présentons également un cadre de simulation pour simuler
le processus de génération d’images candidates, d’évalua-
tion de la qualité de l’image et de sélection de la meilleure
image. Notre architecture possède une précision de déci-
sion de plus de 98% lorsque l’erreur de transmission est
localisée dans une image intra et d’environ 80% en inter.
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Abstract
In this paper, we address the image compression pro-
blem and introduce the Swin Non-Positional Encoding
(SwinNPE) transformer. SwinNPE improves the efficiency
of the SwinT transformer while reducing the number of mo-
del parameters. We generalize the Swin cell and propose
the Swin convolutional block, which can better handle the
local correlation between image patches. Additionally, the
Swin convolutional block can capture the local context bet-
ween tokens without relying on positional encoding, redu-
cing the model complexity. Preliminary results show that
SwinNPE outperforms state-of-the-art CNN-based archi-
tectures in terms of the trade-off between bit-rate and dis-
tortion, achieving results comparable to SwinT with 16%
less computational complexity on the Kodak dataset.

Key Words
Image Processing, Image Compression, Transformer,
Transform Coding, Attention Mechanism.

1 Introduction
Transform coding is a widely used approach for image
compression and forms the basis for many popular coding
standards, such as JPEG. Codecs based on transform co-
ding typically comprise three components for lossy com-
pression : transform, quantization, and entropy coding.
These components have all been improved using deep neu-
ral networks through end-to-end training, as demonstrated
by various works [1, 2, 3, 4, 5, 6].
As one of the first works, the authors of [1] proposed a
CNN-based two-level hierarchical variational autoencoder
with hyper-prior as the entropy model. This architecture
consists of two pairs of encoders/decoders, one for the ge-
nerative model and another for the hyper-prior model.
Recently, transformers [7] have had great success in the
computer vision area including neural image compression.
The authors of [8] incorporated the attention mechanism
into the image compression framework by introducing self-
attention in the hyper-prior model. The more sophisticated
Swin block [9] is also used in [10] in both the generative
and the hyper-prior model to adopt shift window-based at-
tention to restrict the attention in local windows. Indeed,
with the attention mechanism that can better handle global
context compared to convolutional neural networks, trans-

formers have the ability to adapt the receptive field depen-
ding on the task conversely to CNNs where the kernel size
is fixed. This better understanding of global information al-
lows for capturing long-range dependencies in image com-
pression applications.
Positional encoding is a vital component of transformers.
The original ViT transformer [7] breaks down images into
non-overlapping series of patches mapping each patch to
a token. The standard transformer layers are then used to
read the whole sequence of tokens at once. The positional
encoding, therefore, plays a crucial role to maintain the se-
quence order, and different variations are proposed for bet-
ter modeling the positional information of the sequence and
maintaining the local context [11, 12, 13]. In the context
of image compression, the benefits of positional encoding
have been demonstrated in terms of Rate-Distortion (RD)
performance in works such as [8, 10]. In particular, the au-
thors of [8] have shown that a 2D diamond-shaped relative
position encoding is useful and has particular advantages.
Despite its many advantages, using positional encoding in
transformers can increase the dimensionality of embed-
dings, leading to higher computational costs during trai-
ning and limiting the flexibility of the models. Recently, the
authors of [14] demonstrated that the positional encoding
can be abandoned in the attention module for image classi-
fication without any drop in performance. This was achie-
ved by introducing convolution in the tokenization process
of patches and in the self-attention block to maintain lo-
cal spatial information. It is claimed that this combination
of convolution and the attention mechanism benefits from
both the advantages of convolutional neural networks and
transformers.
In this paper, we present a new image compression frame-
work called SwinNPE. It is based on our proposed convo-
lutional Swin block which combines patch convolution and
shift window-based attention in Swin without positional
encoding. We believe that this framework can better cap-
ture spatial contextual information. Our preliminary expe-
riments show that SwinNPE achieves comparable results to
the SwinT architecture [10], without the need for positional
encoding and with fewer parameters.

2 Proposed framework
The proposed SwinNPE uses the same architecture as
in [10], which is shown in Figure 1. Specifically, the in-
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put image x is first encoded by the generative encoder
y = ga(x), and the hyper-latent z = ha(y) is obtai-
ned. The quantized version of the hyper-latent ẑ is mode-
led and entropy-coded with a learned factorized prior to
passe through hs(ẑ) to obtain µ and σ which are the pa-
rameters of a factorized Gaussian distribution P (y|ẑ) =
N (µ, diag(σ)) to model y. The quantized latent ŷ =
Q(y − µ) + µ is finally entropy-coded and sent to x̂ =
ga(ŷ) to reconstruct the image x̂. We use the classical
strategy of adding uniform noise to simulate the quanti-
zation operation which makes the operation differentiable.
The channel-wise autoregressive block [2, 3] is designed to
learn the auto-regressive prior which factorizes the distri-
bution of the latent as a product of conditional distributions
incorporating prediction from the causal context of the la-
tents [4, 5, 6].

The generative and the hyper-prior encoder, ga and ha,
are built with the patch merge block and the convolutional
Swin block. The patch merge block contains the Depth-to-
Space operation [10] for down-sampling, a normalization
layer, and a linear layer to project the input to a certain
depth Ci. In ga, the depth Ci of the latent representation
increases as the network gets deeper which allows for get-
ting a more abstract representation of the image. The size
of the latent representation decreases accordingly. In each
stage, we down-sample the input feature by a factor of 2.

The proposed convolutional Swin block is a generalization
of the Swin cell [9]. As shown in Figure 2, we use convolu-
tions instead of position-wise linear projections to project
the K, Q, and V matrices in the multi-head attention block.
This makes the attention module more sensitive to spatial
context. Instead of using hand-crafted positional encoding,
we let the convolution layer capture the positional infor-
mation. In this paper, we use depth-wise separable convo-
lution [14] due to its parameter efficiency. More specifi-
cally, the depth-wise separable convolution first applies a
2D convolution in each feature channel independently. The
outcome is then concatenated and passed through another
convolution layer, such convolution reduces the number of
parameters and computation while increasing representa-
tional efficiency where it deals not just with spatial dimen-
sion but with depth dimension already. It’s important to
note that the proposed block is not limited to convolution
operations. Different forms of convolution [15, 16] are pos-
sible, making the proposed convolutional Swin block par-
ticularly flexible. Compared to the convolutional attention
block in [14], we keep the shift window structure which
allows cross-window connections.

The generative and the hyper-prior decoder, gs and hs,
are built with the patch split block and the convolutional
Swin block. In the patch split block, we reverse the mer-
ging sequence and use Space-to-Depth operation [10] for
up-sampling.

3 Experiment and Analysis
3.1 Experiment configuration
This section presents an assessment of the SwinNPE archi-
tecture and a comparison of its image compression results
against state-of-the-art approaches. The SwinNPE was trai-
ned on the CLIC2020 training set for 3.3 million steps. Du-
ring training, each batch consisted of eight randomly crop-
ped images with a size of 256× 256 pixels.
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FIGURE 1 – Network architecture of our proposed
SwinNPE.

The SwinNPE’s performance was evaluated on the Ko-
dak [17] dataset and we center-cropped all images to mul-
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tiples of 256 to avoid padding. We choose the following
loss function to optimize the trade-off between the bit-rate
R and the quality of reconstruction D which corresponds
to the Mean Squared Error (MSE) in RGB color space :

L = D + βR, (1)

with β ∈ {0.003, 0.001, 0.0003, 0.0001}.
The learning rate starts at 10−4 and the hyper-parameters
of the architecture shown in Figure 1 are as follows.
(d1, d2, d3, d4, d5, d6) = (2, 2, 6, 2, 5, 1), (wg, wg) =
(8, 8), (wh, wh) = (4, 4), and (C1, C2, C3, C4, C5, C6) =
(128, 192, 256, 320, 192, 192).
For the autoregressive model, we use the model proposed
in [6] with 10 slices. The kernel size in all convolutional
Swin blocks for depth-wise separable convolution is set
to 3.

(a) (b)

FIGURE 2 – (a) The attention mechanism scheme for multi-
head attention (b) The attention mechanism scheme for
convolutional Swin. DS conv means depthwise separable
convolution.

3.2 Analysis
We compare our proposed SwinNPE with the results of
two transformers-based architectures [10, 8] and some of
the most used CNN-based image compression architec-
tures and standard codecs on the Kodak dataset [17]. The
rate-distortion curves of different methods are shown in Fi-
gure 3. We summarize the number of parameters of the
tested transformer-based architectures in Table 1 where
we also illustrate the Bijonteguard metric [18] using the
SwinT-CHARM as the reference.
From Figure 3, we can clearly see that the SwinNPE out-
performs all of the tested CNN-based architectures in terms
of the bit-rate/distortion tradeoff. It is particularly interes-
ting to notice that our proposed approach obtains almost
the same results as Entroformer [8] (orange dashed line in
Figure 3) with much less model parameters (see Table 1).
Specifically, the saving bit-rate of SwinNPE is 5.46% less
than SwinT-CHARM (optimal saving bit-rate) which is at
the same level as Entroformer with 4.33% more bit-rate sa-
ving compare to SwinT-CHARM. We argue that it is due to
the fact that the convolutional layer in the proposed convo-

lutional Swin block can capture the local contextual in-
formation. With fewer parameters, the proposed SwinNPE
has results comparable to SwinT-CHARM. We emphasize
that our proposed architecture is particularly advantageous
compared to SwinT-based architecture without positional
encoding 1 validating the advantages of combining convo-
lutions and transformers for image compression.

FIGURE 3 – SwinNPE achieves nearly the same results
as Entroformer [8] and SwinT-CHARM [10] that relying
on Positional encoding and better RD performance than
CNNs-based methods Factorized [19], Scale [1], Mean-
Scale [4], Joint hyperprior [4] and standard codecs on the
Kodak image set.

4 Conclusion
In this paper, we propose SwinNPE, a transformer-based
image compression model built with convolutional Swin
blocks without positional encoding. SwinNPE achieves
comparable results to state-of-the-art methods while using
fewer model parameters and outperforming CNN-based ar-
chitectures. The proposed convolutional Swin block allows
for better exploitation of spatial context without the need
for positional encoding, resulting in greater flexibility and
fewer parameters.
For future work, it would be interesting to explore the use
of different convolution operations and sizes in the propo-
sed SwinNPE model. This could allow for more accurate
modeling of complex spatial relationships and patterns,
leading to improved performance in image compression.
Additionally, incorporating the convolution operation
into the patch merge/split module could benefit from
the advantages of CNN. The proposed SwinNPE model
with convolutional Swin blocks provides a promising
direction for the development of efficient and effective
transformer-based models for image compression.

1. The results are shown in the ablation studies in [10].
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Network #Param.
(M) Positional encoding Bijonteguard Metric

∆PSNR % ∆rate
SwinT-CHARM [10] 32 Positional Relative Encoding 2D 0 0%

Entroformer [8] 142.7 Positional Relative Encoding 2D + Diamond -0.228 4.33%
SwinNPE (Ours) 27 - -0.311 5.46%

TABLE 1 – Performance comparison using Bijonteguard metric [18] where ∆PSNR measures the average PSNR difference
and % ∆ rate the average rate saving in percent between SwinT-CHARM [10] (selected as the reference network) and another
given network .
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Résumé
La protection de données multimédia est un sujet d’ac-
tualité crucial. L’un des moyens d’y parvenir est d’appli-
quer sur ces données des méthodes de partage de secret.
Les parts ainsi générées et distribuées peuvent cependant
être compressées par des algorithmes de compression avec
pertes, tels que JPEG. Dans cet article, nous analysons
l’impact d’une compression JPEG sur une part dans la
reconstruction d’une image secrète. Pour cela, nous nous
appuyons sur une méthode développée en 2022 par Bertojo
et Puech [1] pour la correction d’images secrètes bruitées,
reconstruites à partir de parts compressées avec JPEG.

Mots clefs
Sécurité multimédia, Partage d’image secrète, Compres-
sion JPEG, Reconstruction en présence de bruit.

1 Introduction
Dans un monde en constante évolution numérique, il est
devenu courant de sauvegarder et de partager des conte-
nus multimédia (images, vidéos et données 3D) sur diffé-
rents appareils ou réseaux informatiques. La démocratisa-
tion de ces pratiques entraîne inévitablement des question-
nements quant à la sécurisation de ces données multimé-
dia. Des techniques comme le chiffrement, basé sur une ou
plusieurs clés utilisées pour permuter et substituer les don-
nées à sécuriser, ou encore le tatouage, basé sur l’insertion
de données cachées pour vérifier l’intégrité par exemple,
ont vu le jour. Ces données multimédia représentent sou-
vent de gros volumes d’informations à traiter pour les ré-
seaux informatiques, et doivent par conséquent être com-
pressées. Pour les images, le standard de compression est
JPEG (Joint Photographic Experts Group) [2]. Une alter-
native au chiffrement ou au tatouage, est le partage de se-
cret, qui permet de partager un secret entre n personnes,
et de le reconstruire avec k parmi ces n personnes. Ainsi,
en 1979, Shamir [3] et Blakley [4] ont proposé chacun leur
propre schéma de partage de secret. La particularité de ces
schémas est que, contrairement à la cryptographie, il n’y a
plus de clés à échanger, mais des parts du secret.
Naor et Shamir [5] ont proposé en 1994 le premier schéma
de partage d’image binaire, basé sur un schéma de cryp-
tographie visuelle. Appliqué au partage d’image secrète,
les parts s’apparentent à des images. En 2002, Thien et

Lin [6] ont amélioré ce partage, afin de pouvoir l’appli-
quer à des images en niveaux de gris. Chaque valeur de
pixels de l’image constitue un secret et doit appartenir à
un corps fini GF(251), induisant un traitement spécifique
sur les pixels de valeur supérieure à 250. La méthode de
Yang et al. [7] a permis ensuite de s’affranchir de ce pro-
blème, en travaillant sur un corps fini GF(28).Même s’ils
représentent une grande évolution dans le partage d’image
secrète, les travaux effectués dans ce domaine ont pour in-
convénient principal de ne pas prendre en compte des parts
bruitées lors de la reconstruction. Il est en effet possible
que certaines d’entre elles subissent des transformations,
comme une compression JPEG. Bertojo et Puech [1] ont
proposé une première analyse et une correction d’images
secrètes bruitées à cause de l’utilisation de parts compres-
sées avec JPEG lors de la reconstruction.
Dans cet article, nous analysons en détail la dégradation
sur une image secrète reconstruite, induite par l’utilisation
d’une part compressée avec JPEG. En section 2, nous ana-
lysons l’impact d’une part compressée avec JPEG sur la re-
construction d’une image secrète. En section 3, nous pré-
sentons des résultats expérimentaux issus d’une telle re-
construction. Enfin, en section 4, nous concluons sur le tra-
vail présenté, et discutons des perspectives d’amélioration.

2 Analyse
Dans cette section, nous analysons le modèle du bruit im-
pactant une image secrète quand celle-ci est reconstruite
à partir de k parts dont certaines sont bruitées. Le bruit
subi par certaines parts peut être généré pendant une trans-
mission sur des réseaux bas débit par exemple, ou à cause
d’une compression avec pertes telle que JPEG.

2.1 Partage d’image avec Shamir
Pour pallier les problèmes induits par le chiffrement, Sha-
mir a décrit en 1979 une méthode de partage de secret [3].
Sur la base de n utilisateurs, il a proposé de générer n
parts d’un secret S, afin qu’il soit possible de reconstruire
le secret à partir de k parts, avec 1 < k ≤ n. Pour
cela, Shamir suggère de partager des couples de valeurs
Si = (xi, yi = f(xi)), avec i ∈ {1, ..., n}, les coordon-
nées d’un point d’un polynôme f(.) de degré k − 1. Ce
polynôme est construit de telle sorte que le secret soit re-
construit pour x = 0, avec f(0) = S. Shamir se base sur
le partage d’une donnée entière non signée, définie sur un
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corps fini Fp de cardinalité p. L’utilisation d’un tel anneau
Z/pZ permet une approximation sûre lors de la reconstruc-
tion du secret par la suite. Par conséquent, le polynôme de
degré k−1 est généré à partir de k−1 coefficients aléatoires
aj , avec j ∈ {1, ..., k − 1}, tels que aj < p et a0 = S :

f(x) = S +

k−1∑

j=1

aj × xj mod p. (1)

Afin de pouvoir reconstruire le secret S = a0 avec l’inter-
polation de Lagrange, au minimum k parts Si = (xi, yi)
sont nécessaires :

f(x) =
k∑

i=1

yi ×
k∏

u=1,u ̸=i

x− xu

xi − xu
mod p, (2)

avec :

f(0) = a0 =
k∑

i=1

yi ×
k∏

u=1,u ̸=i

xu

xi − xu
mod p. (3)

Le partage de secret peut s’étendre à du partage d’image
secrète, en considérant une image secrète comme une ma-
trice de pixels secrets. Les secrets deviennent alors les ni-
veaux de gris (NDG), codés sur 8 bits, des pixels de l’image
à partager. Pour ce faire, nous considérons un polynôme par
pixel de l’image secrète. Soit une image secrète I , compo-
sée de W ×H pixels pw,h, avec (w, h) ∈ J0,W J×J0, HJ
leur position, nous générons alors n parts, sous la forme
de couples de valeurs Si = (xi = i, yi = Ii), avec
i ∈ {1, ..., n} et Ii l’image part de même taille que l’image
secrète. Ces parts peuvent se voir plus simplement comme
des images Ii indexées de 1 à n. Pour Ii, à partir d’un
pixel pw,h de I et de l’équation 1, nous générons n pixels
pw,h(xi) suivant :

pw,h(x) = pw,h +

k−1∑

j=1

aj,w,h × xj mod 251. (4)

Nous prenons p = 251, car il s’agit du plus grand nombre
premier inférieur à 28. Par conséquent, soit les NDG entre
251 et 255 ne sont pas traités et restent en clair dans les
images parts, soit un pré-traitement de l’image secrète est
nécessaire afin de ramener les valeurs des NDG entre 0 et
250.

2.2 Analyse du bruit induit dans une part
par une compression JPEG

Une part Ii peut être bruitée, soit pendant une trans-
mission bas débit ou sans fil, soit lors d’une compres-
sion avec pertes. Dans cette section nous analysons en
particulier l’impact du bruit sur une telle part compres-
sée avec JPEG [2], standard en matière de compression
d’images. Lors d’une compression JPEG d’une image,
après un changement d’espace couleur et d’éventuels sous-
échantillonnages, les pixels, par bloc de 64, subissent une
transformation DCT (Discrete Cosine Transform). Cette
étape génère des coefficients DCT F (u, v) pour chaque
bloc, quantifiés selon des coefficients de quantification
q(u, v), dépendant d’un facteur de quantification QF com-
pris entre 1 et 100 :

F ′(u, v) =

[
F (u, v)

q(u, v)

]
, (5)

avec u, v ∈ {0, . . . , 7} et [.] correspondant à l’entier le plus
proche. C’est durant la phase de quantification que la perte
par compression JPEG a principalement lieu. Un codage
entropique est alors appliqué sur les coefficients quantifiés
F ′(u, v), suivant un ordre zig-zag. Dans le cas QF = 100,
l’image à compresser est faiblement impactée car tous les
coefficients de quantification q(u, v) valent 1, soit :

F ′(u, v) = [F (u, v)] . (6)

Afin d’analyser les effets d’une compression JPEG avec
QF = 100, nous avons compressé 1000 parts générées à
partir d’images de la base BOWS-2 [8]. Nous remarquons
alors au décodage, que sur les 1000 images compressées,
en moyenne 90, 79% des pixels restent inchangés (0, 04%
d’écart type), 4, 59% sont modifiés de +1 niveau de gris et
4, 62% de -1 niveau de gris (pour un écart type de 0, 03%
dans les deux cas), soit un taux d’erreur τ = 9, 21%. À
partir d’un pixel pw,h(xi) de la part Ii, nous obtenons alors
un pixel bruité p∗w,h(xi) :

p∗w,h(xi) = pw,h(xi) +Nw,h, avec Nw,h =





+1
0
−1

, (7)

tel que Prob(Nw,h = 0) = 100 − τ , Prob(Nw,h = +1) =

Prob(Nw,h = −1) = τ
2

.

(a) (b) (c) (d)
FIGURE 1 – Compression JPEG avec QF = 100 sur une
image de BOWS-2 [8] : a) Image secrète I , b) Part Ii, c) Ii
compressée avec JPEG : I∗i , d) Différence entre Ii et I∗i .

La figure 1 illustre le bruit induit dans une part par une
compression JPEG. À partir de l’image secrète illustrée en
figure 1.a, n parts sont générées, dont une est illustrée en
figure 1.b. Ces parts sont semblables visuellement à des
images de bruit aléatoire (PSNR avec l’image originale se-
crète de 6,74 dB, pour un SSIM de 0,01). Si la part illus-
trée figure 1.b est compressée avec JPEG (QF=100), nous
obtenons une part bruitée très similaire (PSNR avec la fi-
gure 1.b de 58,35 dB, pour un SSIM de 0,99), comme illus-
trée en figure 1.c. En observant les différences entre la part
originale et la part bruitée, illustrées figure 1.d, nous re-
marquons que la majorité des pixels n’est pas impactée par
cette compression (NDG = 128), et que 9, 18% sont impac-
tés de +1 (NDG = 255) ou de −1 (NDG = 0).

2.3 Impact d’une part bruitée sur la recons-
truction d’une image secrète

En section 2.2, nous avons constaté que la compression
JPEG avec QF = 100 d’une part introduisait un bruit. Uti-
liser des parts bruitées pour la reconstruction d’une image
secrète risque donc d’induire des erreurs au moment de
la reconstruction. Supposons que k′ parts bruitées selon
l’équation 7, avec k′ ≤ k, soient utilisées pour reconstruire
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une image secrète. À la place de l’image secrète originale
I , nous obtenons alors une image secrète bruitée I∗, com-
posée de pixels p∗w,h reconstruits à partir de polynômes ap-
proximés p∗w,h(x) :

p∗w,h = p∗w,h(0)

=
k′∑

m=1

p∗w,h(xm)
k∏

u=1,u ̸=m

xu
xu−xm

+
k∑

m=k′+1

pw,h(xm)
k∏

u=1,u ̸=m

xu
xu−xm

mod 251.

(8)
Le bruit de reconstruction ∆err

w,h est donc la différence entre
pw,h(0) et p∗w,h(0) :

∆err
w,h = pw,h(0)− p∗w,h(0)

=
k′∑

m=1

Nw,h(xm)
k∏

u=1,u ̸=m

xu

xu − xm
mod 251,

(9)

avec Nw,h(xm) le bruit appliqué à la part Im.
Dans cet article, nous limitons cette analyse à une seule
image part bruitée (k′ = 1) et une reconstruction avec 3
parts (k = 3). Nous définissons la part bruitée Im, en posi-
tion m, et les deux parts positionnées de part et d’autre de
Im à la distance±δ : Im−δ et Im+δ . Le bruit de reconstruc-
tion ∆err appliqué sur l’image reconstruite I∗, représenté
par l’équation 9, se ramène alors à :

∆err = Nw,h × (
1−m2

δ2
) mod 251, (10)

avec Nw,h le bruit subi par l’image part Im, comme défini
dans l’équation 7.

FIGURE 2 – Impact de la valeur de m et de δ dans la re-
construction du secret.

Prenons pw,h = 19. Dans la figure 2, nous construisons un
polynôme f(.) de degré deux (courbe bleue), à partir des
parts pw,h(3) = 34, pw,h(4) = 35 et pw,h(5) = 34. Suppo-
sons désormais la part p∗w,h(4) = 36 bruitée de +1, le poly-
nôme orange est alors obtenu. D’après l’équation 10, nous
nous retrouvons avec un scénario de reconstruction m = 4,
δ = 1 et Nw,h(4) = 1. La valeur p∗w,h reconstruite est de 4,
soit ∆err

w,h = 15. La courbe verte correspond à une recons-
truction avec p∗w,h(4) = 36 et pw,h(2) = pw,h(6) = 31,
soit m = 4, δ = 2 et Nw,h(4) = 1. Dans ce cas, ∆err

w,h = 3.

Nous remarquons que quand δ croit, alors le bruit de re-
construction s’atténue. Nous construisons un autre poly-
nôme pour le même secret pw,h = 19, mais en utilisant
les parts pw,h(1) = 20, pw,h(2) = 15 et pw,h(3) = 4
(courbe rouge). Supposons que nous nous retrouvons à
nouveau dans une reconstruction incluant une part brui-
tée, avec m = 2, δ = 1 et avec le même bruit tel que
p∗w,h(2) = pw,h(2)+1. Nous obtenons alors la courbe vio-
lette, et nous remarquons que reconstruire à partir d’une
part bruitée en position plus faible (m), atténue la valeur du
bruit à la reconstruction du secret. Pour un m et un δ don-
nés, nous obtenons alors cinq scénarios possibles de bruit
pour p∗w,h :




pw,h si Nw,h = 0,
pw,h +∆err

w,h si pw,h < 251−∆err
w,h et Nw,h = 1,

pw,h + (∆err
w,h − 251) si pw,h ≥ 251−∆err

w,h et Nw,h = 1,
pw,h − (∆err

w,h − 251) si pw,h < ∆err
w,h et Nw,h = −1,

pw,h −∆err
w,h si pw,h ≥ ∆err

w,h et Nw,h = −1.
(11)

Nous nous retrouvons avec un bruit à la reconstruction de
type poivre et sel mod 251.

3 Résultats

(a) Image secrète
PSNR = +∞, SSIM = 1,0

(b) ∆err=3 (m=8,δ=4)
PSNR = 43,89 dB, SSIM = 0,98

(c) ∆err=48 (m=7,δ=1)
PSNR = 20,22 dB, SSIM = 0,38

(d) ∆err=120 (m = 11,δ=1)
PSNR = 16,03 dB, SSIM = 0,14

FIGURE 3 – Reconstructions d’une image secrète, issue
de BOWS-2 [8], pour différentes valeurs de ∆err (τ =
9, 21%) : a) Image secrète originale, b) c) d) Images se-
crètes reconstruites pour différentes valeurs de ∆err.

La figure 3 illustre la reconstruction d’une image secrète
selon différentes configurations possibles de m et δ, avec
en figure 3.a la reconstruction sans part bruitée (image se-
crète originale). Nous remarquons figure 3.b que pour des
valeurs faibles de bruit ∆err à la reconstruction (∆err = 3
), l’image reconstruite est visuellement très similaire à
l’image secrète originale. Seules quelques variations vi-
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sibles s’opèrent au moment d’ajouter (ou retrancher) 3 à
un pixel bruité de valeur d’intensité supérieure à 248, ou
inférieure à 3. D’après les scénarios possibles de bruit, pré-
sentés dans l’équation 11, nous nous retrouvons dans le
cas d’un scénario de bruit décrit ligne 3 ou 4, entraînant
de fortes variations entre pixels originaux et bruités. Pour
une configuration induisant un bruit ∆err plus important
à la reconstruction de l’image secrète (illustré figure 3.c
et 3.d), un pixel reconstruit bruité p∗w,h est plus fortement
impacté pour un scénario de bruit décrit ligne 2 ou 5. Un
scénario de bruit décrit ligne 3 ou 4 a, pour cette configu-
ration, une plus grande probabilité d’apparition, mais ne va
pas faire autant varier la valeur du pixel bruité p∗w,h, que
pour une configuration de bruit ∆err plus faible. Cela a
pour conséquence directe de limiter l’apparition du phé-
nomène de forte variation entre pixels originaux et bruités
dans l’image reconstruite.

FIGURE 4 – Exemple de prédiction d’histogramme d’une
image secrète reconstruite pour la configuration m = 7, δ
= 1 (∆err = 48) et τ = 9,21%.

FIGURE 5 – Variation du PSNR en fonction de la valeur
∆err sur 200 images de BOWS-2 [8] pour un τ = 9,21%.

À partir de m et δ, nous connaissons donc le bruit appli-
qué à la reconstruction d’une image secrète. Nous pouvons
par conséquent prédire l’histogramme de l’image recons-
truite. En effet, comme illustré figure 4, partant de l’his-
togramme de l’image secrète (courbe bleue), supposons
que τ

2% des pixels de I∗ sont bruités de +∆err
w,h, τ

2% de

+(251 − ∆err
w,h) et (100 − τ)% restent inchangés : nous

obtenons la courbe verte. Celle-ci correspond assez fidèle-
ment à l’histogramme réellement obtenu après reconstruc-
tion sur une telle configuration (courbe orange).
Sur la figure 5, les courbes bleue,verte et orange, repré-
sentent respectivement les valeurs de PSNR minimales,
moyennes et maximales obtenues avec les valeurs de
∆err = {3, 15, 34, 35, 48, 63, 80, 99, 112, 120}, sur 200
images de BOWS-2 [8]. Nous remarquons que plus la va-
leur de ∆err augmente, et plus la qualité de l’image recons-
truite, par rapport à l’image secrète originale, diminue.

4 Conclusion
Dans cet article, nous avons proposé une analyse de la re-
construction d’une image secrète à partir d’une part com-
pressée avec JPEG (QF = 100), et de deux autres parts
intactes (k = 3). Une compression JPEG (QF = 100)
impacte la part compressée, induisant des erreurs de re-
construction dans l’image secrète. Dépendant des index
m et δ des parts utilisées au moment de reconstruire ce
secret, le bruit induit à la reconstruction (bruit poivre et
selmod 251) varie et impacte plus ou moins fortement
l’image secrète reconstruite. Nous avons également dé-
montré qu’il est possible de prédire l’histogramme d’une
image reconstruite bruitée, dès lors que nous connaissons
la configuration de bruit appliquée, en fonction des parts
utilisées pour la reconstruction. Cette prédiction d’histo-
gramme peut être utile pour nous guider dans la recons-
truction de l’image secrète.
En perspectives, il serait intéressant de chercher à débrui-
ter ces images reconstruites, par emploi de réseaux de neu-
rones entraînés sur ce type de bruit par exemple.
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Résumé
De nos jours, les objets 3D jouent un rôle de plus en plus
important dans différents domaines, surtout avec le déve-
loppement du métaverse. Ces objets 3D sont parfois très
grands et nécessitent énormément ressources pour le sto-
ckage et la transmission. La compression des objets 3D
peut résoudre ce problème. Les objets 3D doivent égale-
ment être sécurisés pendant leur stockage et leur transmis-
sion. Des mesures de sécurité, comme les droits d’auteurs
et l’authentification sont donc essentielles. Dans cet ar-
ticle, nous proposons une méthode jointe de tatouage et
compression des objets 3D basée sur Draco. Pour cela,
nous proposons d’intégrer une étape de tatouage pendant
la compression Draco, méthode de compression 3D propo-
sée par Google, qui devient actuellement le standard indus-
triel. Notre méthode conjointe permet d’obtenir une grande
capacité d’insertion pouvant être utilisée pour la protec-
tion des droits d’auteurs par exemple.

Mots clefs
Tatouage 3D, sécurité multimédia, compression Draco, sé-
curité des objets 3D, compression des objets 3D.

1 Introduction
De nos jours, les objets 3D sont utilisés dans de nombreux
domaines de la vie quotidienne. Ils sont souvent stockés et
partagés en ligne au cours de leur existence. La plupart du
temps, ces objets 3D sont constitués de millions de som-
mets, et donc très consommateurs en termes de temps et de
ressources. Dans un environnement industriel, ces objets
3D sont des biens importants, et permettent de représenter
des données confidentielles. Il est donc essentiel que ces
objets 3D soient à la fois compressés et sécurisés pendant
leurs transmissions et leurs archivages.
Il existe deux catégories principales de méthodes de sécu-
risation des objets 3D. La première étant le chiffrement,
qui rend les objets 3D illisibles avec une clé secrète afin
de protéger leur confidentialité visuelle. La deuxième est
l’insertion des données cachées ou tatouage, qui insère des
données dans un objet 3D de façon invisible. Le tatouage
peut être utilisé pour insérer les droits d’auteurs, des don-

*Nous remercions le GdR ISIS, CNRS, pour avoir financé cette colla-
boration.

nées avec une haute capacité, ou assurer l’intégrité d’un
objet 3D.
Pour la compression d’objets 3D, en 1999, Rossignac
a proposé Edgebreaker, une méthode qui compresse la
connectivité d’un objet 3D [1]. Cette méthode parcourt les
triangles d’un objet 3D avec un depth-first spiralling span-
ning tree. En 2014, Google a proposé le schéma Draco
pour la compression des objets 3D, qui devient le stan-
dard industriel [2]. En 2019, Cao et al. a établi un état de
l’art sur la compression des nuages des points [3]. Concer-
nant le tatouage d’objets 3D, en 2007, Cho et al. ont pro-
posé une méthode statistique, où les données sont insé-
rées dans la distribution des normales des sommets [4]. En
2010, Wang et al. ont créé un référence pour le tatouage
3D [5]. En 2013, Bors et Luo ont proposé une méthode de
tatouage qui minimise la distorsion de la surface [6]. En
2018, Zhang et al. ont proposé une méthode de tatouage
réversible basée sur l’expansion et le tri des erreurs de pré-
dictions [7].
Les méthodes jointes de tatouage et compression sont des
challenges en image [8] et en 3D [9, 10]. En effet, ces deux
codages modifient les mêmes domaines de la représenta-
tion des données 3D et donc s’interfèrent entre eux. En
2009, Abdallah et al. ont développé une méthode jointe de
tatouage et compression où les données sont insérées dans
le domaine spectral d’un sous-maillage Laplacien [9]. En
2011, Lee et al. ont décrit une méthode jointe de tatouage
et compression progressive où les données sont insérées
dans chaque niveau de détail d’un objet 3D [10]. Alors
que Jansen van Rensburg et al. ont proposé une méthode
de crypto-compression basée sur Draco [11], à ce jour il
n’existe aucune méthode de tatouage pour les objets 3D
compressés avec Draco.
Dans cet article, nous proposons une méthode jointe de ta-
touage et compression pour les objets 3D basée sur Draco.
Nous intégrons une étape de tatouage entre l’étape de quan-
tification des sommets et l’étape de prédiction des som-
mets, pendant la phase d’encodage de Draco. L’extraction
des données cachées est effectuée pendant la phase de dé-
codage de Draco, avant que les sommets ne soient recons-
truits.
Cet article est organisé dans la manière suivante. En sec-
tion 2, nous décrivons la méthode jointe de tatouage et
compression Draco. En section 3, nous présentons des ré-
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FIGURE 1 – Vue globale de la phase d’encodage de la méthode jointe de tatouage et compression.

sultats expérimentaux. Enfin, en section 4, nous concluons
nos travaux.

2 La Méthode Jointe Proposée
Dans cette section, nous détaillons la méthode jointe de ta-
touage et compression des objets 3D. La figure 1 présente
une vue globale de la phase d’encodage de la méthode
proposée. L’étape de tatouage est intégrée dans la phase
d’encodage de la géométrie après que les sommets soient
quantifiés. Après l’étape de tatouage, l’étape de prédiction
des sommets quantifiés permet de préserver les données ca-
chées. En section 2.1, nous décrivons la méthode de com-
pression des objets 3D par Draco. En section 2.2, nous dé-
crivons la phase de tatouage qui est effectuée pendant la
phase d’encodage de Draco. En section 2.3, nous détaillons
l’étape d’extraction des données qui est effectuée pendant
la phase de décodage de Draco.

2.1 Compression des objets 3D par Draco
Comme illustré dans la figure 1, la méthode de compres-
sion Draco a deux phases principales d’encodage : l’enco-
dage de la connectivité, basée sur la méthode Edgebrea-
ker [1], et l’encodage de la géométrie. Ceux deux phases
sont effectuées séparément. Dans cet article, nous propo-
sons d’intégrer une étape de tatouage dans la phase d’en-
codage de la géométrie, sans modifier la phase d’encodage
de la connectivité.
Dans la phase d’encodage de la géométrie, les coordon-
nées x, y et z de chaque sommet sont quantifiées selon
le paramètre de quantification de Draco qp ∈ [0, 30]. A
part pour qp = 0, signifiant qu’il n’y a pas de quantifica-
tion, chaque coordonnée c, composée d’un point flottant de
32 bits, est transformée en un entier non-signé c′ de qp bits.
Une étape de prédiction des sommets est alors effectuée
sur les coordonnées quantifiées c′ ∈ [0, 2qp] selon le para-
mètre de compression de Draco cl ∈ [0, 10]. Nous remar-
quons que la valeur de qp est un compromis entre le taux
de compression et la qualité de l’objet 3D reconstruit. Le
système d’encodage entropique range Asymmetric Nume-
ral System (rANS) [12] est appliqué après l’encodage de la
connectivité et l’encodage de la géométrie, afin de fournir
un objet 3D compressé au format Draco.

2.2 Tatouage dans la phase d’encodage
Nous proposons d’intégrer une étape de tatouage dans la
phase d’encodage de Draco. Ceci ne modifie pas l’enco-
dage de la connectivité, qui est effectué séparément. Plus
précisément, le tatouage est intégré entre l’étape de quanti-
fication des sommets et l’étape de prédiction des sommets.
Premièrement, comme illustré en figure 1, la longueur du
message à insérer est calculée afin de déterminer le taux
d’insertion par coordonnée qui est limité par la taille de la
coordonnée quantifiée.

FIGURE 2 – Etape de tatouage pour une coordonnée quan-
tifiée c′.

La figure 2 présente l’étape de tatouage pour une coordon-
née quantifiée c′, qui a une taille de qp bits. Chaque c′ est
tatouée avec un taux d’insertion de α bits par substitution
des LSB, selon une clé secrète définissant l’ordre d’inser-
tion :

c′w =

⌊
c′

2α

⌋
× 2α + w, (1)

où c′w est la coordonnée tatouée, et w est le message de α
bits à insérer dans c′.
Après l’étape de tatouage, les coordonnées quantifiées et
marquées subissent une étape de prédiction des sommets.
Les erreurs de prédiction sont encodées avec la méthode
d’encodage entropique rANS. Nous obtenons alors un ob-
jet 3D tatoué et compressé dans le format Draco.

2.3 Phase d’extration et de décodage
La figure 3 présente une vue globale de la phase de dé-
codage de la méthode jointe de tatouage et compression.
Il est possible d’extraire le message à deux instants diffé-
rents, soit après la prédiction et la reconstruction des som-
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mets pendant la phase de décodage de Draco, soit dans le
domaine spatial de l’objet 3D reconstruit après le décodage
de Draco.

FIGURE 3 – Vue globale de la phase de décodage de la
méthode jointe de tatouage et compression.

D’abord, l’objet 3D compressé et marqué est décodé avec
le décodeur rANS afin de reconstruire les erreurs de pré-
diction des sommets. Les sommets tatoués sont alors re-
construits, et le message peut être extrait. Le message w
est extrait en lisant les α LSB de chaque coordonnée re-
construite, où α est le taux d’insertion :

w = c′w mod 2α, (2)

où c′w est une coordonnée reconstruite et tatouée, de taille
de qp bits.
Après l’extraction du message, les sommets sont dé-
quantifiés afin de retrouver des valeurs flottantes et de com-
pléter le décodage de Draco permettant d’obtenir un objet
3D tatoué. A partir du paramètre de quantification qp, le
message peut également être extrait de l’objet 3D tatoué.

3 Résultats Expérimentaux
Dans cette section, nous présentons des résultats expéri-
mentaux de notre méthode jointe de tatouage et compres-
sion Draco. Dans un premier temps, nous appliquons notre
méthode à l’objet 3D Bunny de la base de Stanford [13],
comme illustré en figure 4. Notons que α est le taux d’in-
sertion en bits par coordonnée quantifiée (α = 0 indique
qu’il n’y a aucun tatouage).
La figure 4 présente les résultats visuels de la méthode
jointe de tatouage et compression proposée appliquée sur
Bunny pour plusieurs combinaisons de taux d’insertion α
et de paramètre de quantification qp. Le taux d’insertion
α doit forcément être plus petit que qp, car qp est la taille
d’une coordonnée. Quand qp augmente, α peut aussi aug-
menter, car plus de LSB sont rendus disponibles pour le ta-
touage. Quand la valeur de α se rapproche de celle de qp, la
dégradation visuelle augmente. Nous observons en figure 4
que la dégradation n’est pas visible quand (qp − α) ≥ 7,
ce qui confirme les résultats présentés par [14].
La figure 5(a) présente le RMSE moyen avec l’écart type
entre les objets 3D originaux de la base de Stanford [13]
et les objets 3D correspondants décodés et tatoués avec la
méthode proposée en fonction du taux d’insertion α pour
plusieurs valeurs de qp. Nous remarquons que l’écart type
est négligeable et donc le RMSE ne varie pas énormément
entre les différents objets 3D. Nous pouvons observer que

α\qp 7 11 15 20

0

1

3

5

FIGURE 4 – Résultats visuels de la méthode proposée ap-
pliquée à Bunny, pour plusieurs taux d’insertion α (bits
par coordonnée quantifiée) et valeurs de paramètre de
quantification de Draco qp.

le RMSE ne dépend pas uniquement du paramètre de quan-
tification qp, mais de la relation entre qp et α, ie. le nombre
de MSB non modifié. En effet, quand (qp − α) ≥ 7, le
RMSE est négligeable car il a toujours un ordre de 10−3,
quelque soit la valeur de qp. Ceci confirme les résultats vi-
suels illustrés en figure 4 pour l’objet 3D Bunny.
La figure 5(b) présente les taux de compression des ob-
jets 3D de la base de Stanford [13] tatoués et compres-
sés avec la méthode proposée en fonction du taux d’in-
sertion α pour plusieurs valeurs de qp. Nous remarquons
que α ∈ [0, qp], où α = 0 correspond aux objets 3D com-
pressés sans tatouage. Nous pouvons observer que quand
qp augmente, le taux de compression diminue. Ceci est lié
à la méthode originale de Draco, illustrée quand α = 0.
Ce comportement est prédictible, car qp est la taille d’une
coordonnée après la quantification. La perte du taux de
compression devient également moins significative, donc
le changement du taux de compression entre les objets 3D
est mineur, particulièrement quand qp augmente.
Comme pour la méthode de compression originale de
Draco, un compromis est à trouver entre le taux de com-
pression et la qualité de l’objet 3D reconstruit. La figure 6
présente le taux de compression moyen en fonction du
RMSE moyen pour plusieurs valeurs de qp ∈ [0, 30] pour
la base de Stanford [13]. Nous pouvons observer que le
changement du paramètre de quantification qp a une grande
influence sur le taux de compression et une influence mi-
neure sur le RMSE. Par conséquent, la valeur de qp doit
être choisie selon le taux d’insertion souhaité. Par exemple,
si le taux d’insertion souhaité est α = 1 bit par coordonnée
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(a) RMSE (b) Taux de compression
FIGURE 5 – RMSE moyen et taux de compression obtenu
pour la base de Stanford [13] tatouée et compressée avec
la méthode proposée en fonction du taux d’insertion α pour
plusieurs qp ∈ [1, 30].

(donc 3 bits par sommet), et l’utilisateur souhaite minimi-
ser la distorsion, alors qp = 15 est recommandé, car le
RMSE moyen est 5.22 × 10−5, pour un taux de compres-
sion de 18.93. Si, par exemple, le taux d’insertion souhaité
est α = 3 bits par coordonnée (donc 9 bits par sommet), un
bon compromis entre le taux de compression et la qualité
est qp = 11. En effet avec qp = 11, paramètre de défaut
de Draco donné par Google, nous avons un taux de com-
pression de 24.38 et un RMSE moyen de 3.47× 10−3. En
conclusion, pour ces deux exemples (qp = 15, α = 1 et
qp = 11, α = 3), nous observons en figure 4 que ces ob-
jets 3D reconstruits ont une haute qualité sans dégradation
visuelle.

FIGURE 6 – Taux de compression moyen en fonction du
RMSE pour plusieurs qp et α, appliqué à la base de Stan-
ford [13].

4 Conclusion
Dans cet article, nous proposons une méthode jointe de
tatouage et compression Draco des objets 3D. Une étape
de tatouage est intégrée dans la phase d’encodage de géo-
métrie de Draco. Le message caché peut être extrait soit
pendant la phase de décodage de Draco, soit après la re-
construction de l’objet 3D décodé et marqué. Nos résultats
expérimentaux montrent un taux d’insertion élevé qui peut
être utilisé, par exemple, pour insérer des droits d’auteur.
Nous avons proposé une valeur optimale des paramètres
dans des scénarios différents. Nous avons également testé
notre méthode sur une grande base de données. Dans le

futur, nous souhaitons maximiser la qualité de l’objet 3D
reconstruit ou augmenter la capacité d’insertion en conser-
vant le taux de compression original de Draco.
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Résumé
Les lignes électriques sont constituées de plusieurs compo-
sants susceptibles de se déteriorer au fur et à mesure de
leurs utilisation. Pour détecter des possibles problèmes sur
ces objets et ainsi prévenir des pannes coûteuses sur le ré-
seau, les drones aériens sont de plus en plus utilisés car ils
permettent d’inspecter rapidement de grandes distances, et
d’avoir un bon angle de vue sur les différents composants
et leurs défauts. Cependant, l’analyse des vidéos de vol par
des experts est laborieuse. De plus, le nombre d’anomalies
différentes pouvant provoquer une coupure du réseau est
grand et faire une solution automatique dédiée pour cha-
cune n’est pas envisageable, notamment à cause du faible
nombre d’exemples pour chacune d’entre elles. De ce fait,
nous nous sommes tournés vers une solution non supervi-
sée et générique permettant d’attribuer un score d’anoma-
lie aux objets sans nécessiter d’informations à priori sur
l’apparence des défauts.

Mots clefs
Détection d’objets, Détection d’anomalies, Deep Learning,
Drone aérien, Vidéo.

1 Introduction
Les coupures dues à des défauts des composants des lignes
électriques coutent très cher aux fournisseurs d’électricité.
De nombreuses causes de dysfonctionnement sont pos-
sibles, allant de la végétation alentour jusqu’à la rupture
des composants. La maintenance préventive est donc es-
sentielle pour ces entreprises afin d’anticiper ces pannes.
L’inspection de lignes électriques par drone est utilisée
couramment mais elle nécessite une inspection visuelle
par des techniciens et pourrait être automatisée [1, 2, 3].
Par exemple, l’analyse automatique d’un des composants
principaux, l’isolateur, a été étudiée notamment dans le
cas de l’absence d’un disque [4, 5]. Mais ces méthodes
sont dédiées à l’analyse d’un objet connu à l’avance et
surtout d’une anomalie bien identifiée. Or, une anomalie
peut avoir un aspect différent en fonction de la condition

de prise de vue (distance, éclairage...). Des méthodes ré-
centes de détection d’anomalies plus génériques utilisent
des réseaux de neurones de classification entraînés sur des
très grandes bases de données d’objets présentant ces ano-
malies [6]. Or, les anomalies sont, par définition, rares
et la collecte d’une base de données permettant un en-
traînement devient une tâche compliquée, c’est pourquoi
des solutions non-supervisées ont été proposées. Ces al-
gorithmes s’intéressent à la classification de données ex-
trêmes (aussi appelées "outliers") qui se démarquent par
rapport à une distribution que suivent la majorité des don-
nées. Par exemple, dans [7], un descripteur local est calculé
pour chaque disque d’une chaîne d’isolateurs, et la détec-
tion d’une anomalie se fait de manière non supervisée en
utilisant le Local Outlier Factor (LOF) pour comparer les
descripteurs entre eux.

2 Description de notre méthode
Nous proposons dans cet article une chaîne de traitement
visant à proposer un score d’anomalie à tous les objets dé-
tectés d’une ligne, sans s’intéresser à une anomalie précise.
Pour notre méthode non-supervisée, nous posons l’hypo-
thèse qu’une anomalie est par définition rare. La majorité
des objets que nous allons détecter sur une ligne électrique
sera donc en bon état, et les anomalies se démarqueront.
Notre idée générale est donc de comparer après le vol tous
les objets d’une même classe entre eux pour voir lesquels
se distinguent. Une étape préalable de détection des objets
est donc indispensable. Pour cela, nous utilisons un réseau
détecteur d’objets afin d’obtenir les imagettes des objets
durant le vol. Ensuite, nous utilisons un réseau CNN afin
d’extraire un vecteur caractéristique de chaque imagette,
permettant de décrire l’objet de manière efficace. Enfin,
nous comparons ces vecteurs pour trouver lesquels se dé-
marquent.

2.1 Détection d’objets
Nous nous sommes tournés vers Yolov5 [8] car c’est un
détecteur assez précis, léger et rapide en inférence pour
tourner potentiellement sur des cartes embarquées dans les
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drones.

2.2 Extraction des vecteurs caractéristiques
Nous calculons pour toutes les imagettes résultantes de
l’étape de détection un vecteur caractéristique servant à dé-
crire l’apparence de l’objet. Celui-ci est obtenu en utili-
sant la dernière couche convolutionnel d’un réseau de neu-
rones VGG16 [9], pré-entraîné sur ImageNet. Les réseaux
ResNet [10] et EfficientNet [11] ont également été testés
comme extracteur de caractéristiques, mais VGG16 a été
retenu car il nous donne expérimentalement les meilleurs
résultats de discrimination des anomalies.

2.3 Score d’anomalie
À partir de la séquence de vol, nous obtenons une série de
vecteurs caractéristiques Xi extraits des imagettes venant
de Yolo. Certains de ces vecteurs représentent potentielle-
ment un objet présentant une anomalie. Nous utilisons le
Local Outlier Factor [12] (LOF) comme algorithme de dé-
tection d’anomalies non supervisé.
Pour cela, on utilise la notion de "densité local atteignable"
(local reachability density) par rapport à ses k plus proches
voisins définie comme suit (1) :

lrdk(Xi) = 1/(

∑
Xj∈Nk(Xi)

dk(Xi,Xj)

|Nk(Xi)|
) (1)

dk(Xi,Xj) est la reachability-distance qui représente le
maximum entre la distance euclidienne de Xi et Xj , et
la distance euclidienne entre Xj et son k-ème plus proche
voisin. Nk(Xi) représente l’ensemble des k plus proches
voisins de Xi.
A partir de cette densité local atteignable, nous pouvons
calculer le Local Outlier Factor d’un vecteur (2) qui cor-
respond au ratio entre la densité local atteignable de Xi et
celle de ses voisins dans Nk(Xi).

LOFk(Xi) =

∑
Xj∈Nk(Xi)

lrdk(Xj)

|Nk(Xi)| × lrdk(Xi)
(2)

Cet algorithme sert à donner un score d’anomalie en fonc-
tion de la densité local d’un vecteur. Plus un vecteur se
retrouve isolé (peu de voisins et/ou voisins éloignés), plus
ce score LOF sera éloigné des autres vecteurs.

3 Expérimentation et résultats
Pour la 1re étape de détection, nous avons sélectionné le
modèle Yolov5m6, que nous avons entrainé sur 143 images
d’isolateurs basse tension en utilisant une carte GPU Nvi-
dia RTX3070 Laptop. Ces images de résolution 4096*2160
proviennent de 2 vidéos de missions de maintenance pré-
ventive par drone prises, en conditions réelles.
Les hyperparamètres et les poids utilisés sont ceux du pré-
entrainement sur ImageNet réalisé par Ultralytics 1. Nous
avons fixé un batch size de 4, une résolution d’image de
1280*720, et l’entraînement dure 85 époques. La figure 1

1. https ://github.com/ultralytics/yolov5

présente des résultats de ces détections sur une image de
test.

FIGURE 1 – Exemple de détection d’isolateurs par Yo-
lov5m6.

Pour avoir une meilleure idée de la qualité de la détection
de Yolov5m6, nous avons créé une interface graphique per-
mettant de voir facilement les résultats sur de nouvelles vi-
déos de tests, comme le montre la figure 2. Le graphe affi-
ché montre le nombre d’isolateurs détectés à chaque image
de la vidéo. On peut donc voir sur une vidéo où sont les
moments d’intérêts (ici le drone a survolé 3 poteaux qui
supportaient respectivement 3, 7 et 3 isolateurs, et perdait
de vue 2 isolateurs pendant quelques secondes sur le 2ème
poteau).
Nous avons alors utilisé des algorithmes de suivi comme
Deepsort [13] et Strongsort [14]. Ces algorithmes per-
mettent de suivre et d’assigner un id à chaque objet détecté
dans une séquence d’images, en se basant sur une estima-
tion de leur mouvement par filtre de Kalman et sur la res-
semblance de texture grâce à une corrélation entre des vec-
teurs caractéristiques calculés sur les imagettes. Cela nous
a permis d’améliorer la détection d’isolateur en baissant le
seuil de confiance à partir duquel nous considérons les dé-
tections de Yolo comme valides. Nous filtrons ensuite les
potentiels faux positifs créés, en prenant en compte unique-
ment les objets suivis apparaissant sur plus de 15 images
d’affilés (voir figure 3).

FIGURE 2 – GUI affichant les résultats de l’analyse d’un
drone survolant 3 poteaux, supportant respectivement 3,7,
et 3 isolateurs. Le graphe montre en abscisse la timeline de
la vidéo et en ordonnée le nombre d’objets détectés.
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FIGURE 3 – Graphe de détection filtré par tracking. Les
"tracklets" (ensemble des bounding box d’un objet iden-
tifié) apparaissant moins de 15 frames sont considérées
comme des faux positifs et ne sont donc pas pris en compte.
On voit que par rapport à la figure 2, le nombre d’isola-
teurs détectés est plus stable lors du survol des poteaux.

Nous effectuons ensuite l’extraction de vecteurs caractéris-
tiques par VGG16 et le calcul du LOF.

Nous avons lancé cette chaîne de traitement sur une vidéo
de vol fournie par Enedis, où un isolateur présente une fis-
sure. Nous avons représenté sur le graphe de la figure 4 les
scores triés par ordre décroissant (et non pas par ordre d’ap-
parition des objets dans la vidéo) afin de repérer plus faci-
lement les objets se démarquant. Nous voyons en rouge les
scores d’anomalies correspondant aux images de cet iso-
lateur défectueux. On remarque donc que les scores des
images de cet isolateur font partie des plus distincts et se
démarquent. A noter que les valeurs négatives de LOF sur
les graphes viennent de l’implémentation par sklearn qui
donne l’opposé de la valeur de LOF.

FIGURE 4 – Score LOF (k=400) associé aux imagettes des
isolateurs détectés par YOLO pendant un vol. Les ima-
gettes sont triées par ordre décroissant de leur score d’ano-
malie. En rouge, les imagettes de l’isolateur défectueux

Pour tester l’aspect générique de la méthode, les figures 5
et 6 montrent les résultats de tests sur des poteaux en bois
dont certains étaient rongés, et sur des poteaux en acier
dont le couvercle avait disparu 2. On remarque que ces ob-
jets en défaut se retrouvent également avec des scores LOF
se démarquant des objets sans défauts.

2. N’ayant pas de base de données pour entraîner le réseau à les dé-
tecter, les imagettes utilisées ont été découpées manuellement depuis les
vidéos de vol.

FIGURE 5 – Score LOF (k=2) pour des poteaux en bois,
trié par ordre décroissant. Les poteaux rongés ayant une
texture différente, ils obtiennent globalement un score
d’anomalie différent.

FIGURE 6 – Score LOF (k=2) pour des poteaux en acier,
trié par ordre décroissant. L’absence de couvercle sur
certains poteaux affectant beaucoup l’aspect visuel, leurs
scores d’anomalies se démarquent beaucoup.

Nous avons implémenté cette fonctionnalité dans notre in-
terface graphique afin de faciliter l’analyse des résultats (fi-
gure 7). L’interface affiche pour chaque id créé par le tra-
cking les frames où l’objet identifié apparait durant la vi-
déo. La couleur (du vert au rouge) dépend de la valeur du
score d’anomalie calculée par le Local Outlier Factor.

FIGURE 7 – En abscisse on présente la "timeline" de la
vidéo. Chaque objet détecté est représenté par une barre
colorée en fonction de sa normalité (vert=normal, rouge
=anormal). L’utilisateur peut alors cliquer sur la barre
pour visualiser l’image représentative de la tracklet consi-
dérée afin de l’étudier.
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4 Conclusion et perspectives
Nous avons proposé une méthode d’analyse de défauts vi-
suels générique. Nous collaborons actuellement avec Ene-
dis afin de pouvoir récolter de plus amples exemples d’ano-
malies dans le but de pouvoir évaluer correctement l’effica-
cité de notre méthode. Cependant, de par la rareté des ano-
malies, cette base est difficile à constituer. Cela nous per-
mettrait de quantifier l’impact du choix de la valeur de l’hy-
perparamètre k du LOF. L’introduction du Self-Supervised
Learning (SSL) dans le domaine de la détection d’anoma-
lie est également une piste prometteuse [15].
La première étape de détection d’objets par Yolo n’a été
entrainé que sur une centaine d’exemples. Afin de rendre
toute la méthode le plus générique possible, nous voulons
explorer la piste du Few-Shot Learning. Le Few-Shot dans
le cadre de la classification est assez répandu, mais beau-
coup moins pour de la détection [16] à cause de la difficulté
supplémentaire de devoir localiser l’objet parmis beaucoup
de zones potentielles. Cette chaîne de traitement est une
aide de diagnostic pour les techniciens qui devront valider
ou non les résultats. Nous voulons donc aussi nous pen-
cher sur l’active/incremental learning afin de prendre en
compte les retours des experts pour améliorer continuel-
lement notre modèle [17].
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Résumé
Parmi les technologies clés de l’industrie 4.0, la Réa-

lité Augmentée (RA) et le Building Information Mode-
ling (BIM) sont deux des technologies les plus promet-
teuses pour assister les experts à inspecter un chantier de
construction. Pour cette tâche, la pratique actuelle reste
chronophage, laborieuse et manuelle, nécessitant une ex-
traction exhaustive des données à partir de dessins et
d’autres bases de données. Les systèmes basés sur des ap-
pareils mobiles pourraient accélérer et faciliter le proces-
sus d’inspection. À cette fin, un nouvel outil de RA pour
assister les opérateurs lors des activités d’inspection de
chantier en intérieur est proposé. La méthode introduite
détecte automatiquement si les équipements du génie cli-
matique et électrique (gaines, ventilation, chauffage, etc.)
existent en réalité, conformément aux maquettes numé-
riques 3D. Des expérimentations sur le terrain ont été me-
nées afin d’estimer l’ensemble optimal de paramètres de la
méthode et d’évaluer sa convivialité.

Mots clefs
Réalité Augmentée, suivi de progression, BIM, inspec-

tion.

1 Introduction
Le suivi d’avancement des chantiers de construction

est essentiel, car il donne aux gestionnaires les informa-
tions nécessaires pour agir rapidement et judicieusement
[1]. Un suivi d’avancement inefficace entraîne une perte
de contrôle du chantier, occasionnant des dépassements
en temps et en coûts. La saisie manuelle des données re-
quise par les techniques conventionnelles de supervision
des progrès est laborieuse, chronophage et sujette à l’er-
reur humaine [2]. Les inspections des travaux intérieurs -
par exemple, l’installation de chauffage, de ventilation et
de climatisation (CVC) - peuvent s’avérer encore plus dif-
ficiles pour les inspecteurs en raison du niveau de détail
et de l’interdépendance des tâches [3]. Par conséquent, il
devient souhaitable d’automatiser ces tâches.

Le BIM est un ensemble de politiques, de processus et
de technologies en interaction ayant pour but de gérer les

données essentielles d’un chantier, sous forme numérique,
tout au long du cycle de vie de celui-ci [4]. Une étape cru-
ciale pour se rapprocher de cet idéal réside dans la numéri-
sation des maquettes en 3D.

La RA est l’une des techniques les plus prometteuses
pour améliorer le transfert d’informations du monde nu-
mérique vers le monde physique de manière non intrusive
[5]. La RA peut assister les opérateurs sur leur lieu de tra-
vail, en temps réel et pendant les opérations manuelles, en
réduisant les erreurs humaines et la dépendance à la mé-
moire de l’opérateur, car elle a la capacité d’intégrer des
informations virtuelles dans la perception du monde réel
par l’utilisateur.

Des efforts ont été déployés vers des systèmes pour au-
tomatiser le suivi des progrès à l’aide de scanners laser, de
photogrammétrie, de vidéogrammétrie et d’identification
par radiofréquence (RFID) en lien avec des plateformes
BIM [6]. De plus, certaines études ont tenté d’appliquer la
RA au domaine de l’ingénierie architecturale [7, 8]. Cepen-
dant, la plupart de ces systèmes sont statiques, limités aux
chantiers de construction extérieurs ou à des équipements
spécifiques et ne fonctionnent pas en temps réel.

Cet article présente une méthode basée sur un appa-
reil mobile pour la surveillance automatisée des progrès
en temps réel d’un chantier. Les sections suivantes com-
prennent la mise en œuvre, les tests et les résultats de la
méthode imaginée. Pour terminer, une discussion sur les
limites et les futurs efforts de recherche est proposée.

2 Mise en œuvre de l’outil
La majorité des appareils qui prennent en charge les

applications de RA sont des appareils RGBD, qui four-
nissent une reconstruction 3D de l’environnement. Les lu-
nettes Microsoft Hololens 2 1 embarquent deux capteurs de
profondeurs, un accéléromètre, et un gyroscope, exploités
pour fournir une cartographie spatiale de l’environnement.
Il s’agit d’un appareil portable qui ne limite pas l’utilisation
des mains, ce qui réduit les risques pour la sécurité et offre
une expérience interactive et intuitive pour les utilisateurs.

1. https://www.microsoft.com/fr-fr/hololens/
hardware
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Cet article présente une méthode de comparaison auto-
matisée et en temps réel entre le volume reconstruit capturé
à partir de Hololens et la maquette 3D tel que planifiée.
L’analyse est pensée pour fonctionner pendant que l’ins-
pecteur navigue dans le bâtiment en construction. Une vue
d’ensemble de la solution est présentée dans la Fig. 1

FIGURE 1 – Vue d’ensemble de la solution.

Le processus se compose de deux étapes principales,
décrites dans les sous-sections suivantes. La première est
un contrôle de visibilité des objets depuis le point de vue
de la caméra dans la maquette 3D et la seconde permet la
comparaison entre le volume reconstruit et les objets 3D
considérés visibles. Le résultat final est la classification
des objets 3D comme « construits » ou « non construits
». Ce travail s’inscrit dans une dynamique d’amélioration
de l’application NEXT-BIM 2. Ce logiciel permet la visua-
lisation des maquettes 3D sur les lunettes ainsi que l’ali-
gnement semi-automatique du volume reconstruit.

2.1 Contrôle de visibilité des objets 3D
La première étape consiste à effectuer un contrôle de

visibilité. Cette étape détecte quels objets de la maquette
3D sont visibles depuis la caméra de l’appareil mobile. La
comparaison est effectuée pour les éléments visibles au fur
et à mesure du déplacement de la caméra. L’emplacement
de la caméra, son orientation et ses caractéristiques intrin-
sèques dans le monde et dans la maquette 3D sont récupé-
rés automatiquement depuis les différents capteurs des lu-
nettes. Un objet doit satisfaire quatre conditions pour être
défini comme visible :

— L’objet est du type cible que nous cherchons à ana-
lyser ;

— L’objet est dans le frustum de la caméra, qui corres-
pond à la zone qui apparaît à l’écran ;

2. https://next-bim.com/

— La distance entre l’objet et la caméra est inférieure
à 5m, la qualité du maillage renvoyé par les lunettes
devenant inexploitable au-delà ;

— L’objet n’est pas occulté.
Pour chaque objet rendu dans la maquette 3D appartenant
au type recherché, un simple calcul de la distance de celui-
ci à la caméra permet de faire une présélection. Ensuite,
plusieurs rayons, d’origines uniformément réparties dans
l’objet et pointant vers la caméra, sont générés. Le nombre
de ces rayons est proportionnel aux dimensions de l’objet.
Si au moins 2 de ces rayons atteignent la caméra, l’objet est
estimé visible. En outre, la position des points non masqués
permet d’extraire uniquement la portion visible de l’objet
3D en question.

2.2 Analyse de présence d’un objet 3D

FIGURE 2 – Prétrai-
tement à l’analyse de
présence.

La maquette 3D ainsi que
le volume reconstruit se com-
pose de sommets reliés entre
eux, formant un maillage tri-
angulaire dense. Une descrip-
tion de l’algorithme élaboré
pour l’analyse de présence est
présentée dans l’Alg. 1. Dans
un premier temps, une phase
de prétraitement de la donnée
est réalisée contenant 3 sous-
étapes, illustrées dans la Fig.
2. Une projection des points
3D de l’objet sur l’écran 2D
permet d’obtenir projP ts 2D.
L’enveloppe convexe 2D de
projP ts est calculée à l’aide
d’une implémentation de la
méthode du parcours de Gra-
ham [9]. Cette enveloppe re-
présente maintenant la portion
qu’occupe l’objet sur l’écran
de l’utilisateur et l’Axis Ali-
gned Bounding Box aabb est
calculée pour simplifier la
forme du polygone.

À l’aide des paramètres de cette surface 2D, de la taille
maximale de l’objet 3D obj_size et de la taille de l’écran
screen_size, un nombre de rayons nRay[x, y], à générer
le long de l’axe des abscisses x et des ordonnées y est défini
puis ajusté 3 pour chaque objet à l’aide de la formule (1) :

nRay[x]∗ = obj_size ∗ max(aabb[x])−min(aabb[x])

screen_size[x]
(1)

Ces rayons, d’origines uniformément réparties dans l’en-
veloppe, sont projetés vers l’objet 3D. Cette méthode per-
met de récupérer un échantillon significatif de la forme
3D de l’objet tel qu’il est vu par l’utilisateur. Si un

3. de manière équivalente pour l’axe y
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rayon atteint bel et bien l’objet, la position 3D de l’im-
pact ainsi que la normale à la surface de l’objet est en-
registrée. Si le nombre de rayons atteignant l’objet dé-
passe un seuil reachedRayTreshold proportionnellement
au nombre envoyé depuis l’enveloppe, alors l’analyse se
poursuit, sinon l’objet est considéré de forme trop com-
plexe pour pouvoir être étudié (au vu de la précision des
capteurs Hololens). Pour chacun des points 3D enregistrés,
un nouveau rayon ayant pour vecteur directeur la normale
à l’objet et partant dans les deux directions avec une lon-
gueur segmentSize de 10 cm est créé. L’objectif est ainsi
de détecter si une éventuelle intersection avec le volume
reconstruit est identifiée et si la normale au point d’inter-
section est cohérente avec la forme de l’objet. Selon un
seuil intersectMeshTreshold du rapport nombre d’in-
tersections par le nombre de rayons générés, on considé-
rera l’objet virtuel comme existant ou non existant dans la
scène réelle.

Algorithm 1 Analyse de présence.

1: Input : aabb, nRay, rayPositions
2: Output : presence
3: Data : nbrHits = 0, reachedRayTreshold = 0.25,

segmentSize = 10
4: if size(rayPositions) > reachedRayTreshold
5: then
6: for p in rayPositions[] do
7: hit = GetRayIntersection(p.pos+
8: segmentSize ∗ p.norm, p.norm)
9: if hit.HitDistance < segmentSize ∗ 2 then

10: //Il y a une intersection avec le maillage
11: dans l’intervalle de 20cm
12: nbrHits++
13: end if
14: end for
15: intersectMeshTreshold = 0.5
16: if nbrHits > intersectMeshTreshold∗
17: size(rayPositions) then
18: return presence = 1
19: else
20: return presence = 0
21: end if
22: end if

Les seuils ont été déterminés par des expériences qui
sont présentées dans la section suivante.

3 Expérimentation et résultats
L’environnement de développement de NEXT-BIM, le

framework Microsoft Hololens et Microsoft Visual Studio
2022 ont permis la validation et les tests de la méthode pro-
posée. L’algorithme est rédigé dans le langage de program-
mation C#. Des expériences ont été menées avec des don-
nées de différents chantiers de construction CVC, plombe-
rie et électrique.

La solution implémentée sur les lunettes délivre une

performance de 10 à 30 images par seconde, inversement
proportionnelle à la quantité d’objets d’intérêts à analy-
ser dans une scène. Une étude qualitative de l’outil a été
conduite, avec, comme critères, sa convivialité, sa perti-
nence et son acceptabilité. Un échantillon significatif de
chantiers tertiaires de construction en intérieur fut sélec-
tionné. Durant chaque visite, un expert sur place, externe
au projet, testait la solution, et son ressenti était recueilli à
l’aide d’un questionnaire. Différents points positifs et cas
d’usages, mais également des voies d’améliorations en dé-
coulent.

L’outil apparaît aux premiers abords convaincants, les
résultats sont immédiats et une aide visuelle à l’aide de
couleur, verte ou rouge en fonction du bilan de l’ana-
lyse automatique permet de répertorier immédiatement la
présence ou non des objets. Néanmoins, on observe rapi-
dement des limitations matérielles importantes qui seront
mentionnées dans la conclusion de cet article.

Dans l’optique de réduire le facteur humain et ma-
tériel, l’utilisation d’un outil développé par NEXT-BIM
permet d’enregistrer les relevés des capteurs des lunettes.
Ainsi, il est possible de rejouer une scène en temps réel,
reproduisant les mouvements exacts de l’utilisateur dans
le bâtiment et limitant les résultats d’analyse aux seules
constantes de l’algorithme proposé. Un exemple de l’in-
terface de cet outil est présenté en Fig. 3.

FIGURE 3 – Exemple d’interface d’expérimentation.

Les métriques pour évaluer les résultats sont l’exacti-
tude, la précision et le rappel. L’exactitude indique à quel
point l’algorithme est correct dans l’ensemble. La précision
spécifie le taux d’éléments retrouvé rapporté au nombre
d’éléments total et le rappel indique le taux d’éléments
retrouvé rapporté au nombre d’éléments construit. La vé-
rité terrain est définie en étiquetant manuellement tous
les objets comme existant ou non. Une étude de l’im-
pact des constantes de l’algorithme révèle que les deux
constantes dont la sensibilité est la plus haute sont la taille
des segments segmentSize qui vérifie l’intersection avec
le maillage Hololens et le seuil intersectMeshTreshold
nécessaire pour que l’objet soit considéré présent. Le Tabl.
1 présente les résultats obtenus dans le cas d’une pièce d’un
datacenter en construction contenant 10 armoires élec-
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triques dans la maquette 3D dont 5 correctement placés à la
date de l’inspection. Malgré le nombre de données réduites

Taille des segments
7 10 13

Se
ui

l

25%
Exactitude 60 90 80
Précision 100 83 71
Rappel 60 100 100

50%
Exactitude 70 100 90
Précision 100 100 100
Rappel 70 100 83

75%
Exactitude 50 80 90
Précision 100 100 100
Rappel 40 60 83

TABLEAU 1 – Pourcentage d’exactitude, précision et rap-
pel pour différents seuils et tailles de segments.

lors de ce test, on observe bien des tendances. Lorsque les
segments sont trop courts, de moins nombreuses intersec-
tions sont relevées entre la maquette 3D et le volume re-
construit ; inversement des faux positifs sont observés lors-
qu’ils sont trop longs. Les expériences et l’évaluation des
résultats suggèrent que les paramètres optimaux de seuil
et de taille de segment pour la solution proposée sont res-
pectivement de 50% et 10 cm. Toutefois, ces valeurs ne
peuvent pas être généralisées pour tous les types d’objets
3D. Des résultats différents pourraient être obtenus dans
d’autres cas d’usage.

4 Conclusion et perspectives
Les pratiques actuelles d’inspection de chantier sont

principalement manuelles et demandent une main-d’œuvre
importante. Cet article présente une solution mobile de
suivi des progrès automatisés en temps réel. Pendant
que l’inspecteur navigue à l’intérieur d’un bâtiment en
construction, l’outil développé analyse les objets de la ma-
quette 3D et un algorithme basé sur les lancers de rayons
permet de les comparer avec le volume reconstruit par les
lunettes. Des expérimentations ont permis d’optimiser les
paramètres de la solution. Néanmoins, de plus amples tests
doivent être conduits pour affiner ses constantes, en parti-
culier dans des scénarios différents et avec un plus grand
nombre de données. La méthode actuelle est prometteuse,
mais présente comme défaut principal de reposer unique-
ment sur des données de profondeurs, peu fiables et pré-
cises. De plus, il existe parfois de grosses disparités entre
le BIM et le chantier à tel point que des décalages de plu-
sieurs dizaines de centimètres peuvent être observés. Dans
ces cas, un algorithme est en cours de conception pour cal-
culer ces décalages. Également, l’usage d’un casque de RA
dans un environnement complexe tel qu’un chantier sou-
lève des questions de sécurité et de prise en main de la
technologie. D’autres travaux sont en cours pour pallier ces
manques en utilisant par exemple la caméra des lunettes.
Bien que la solution proposée ait été développée pour Mi-
crosoft Hololens, elle pourrait s’appliquer à tout appareil

dont les données d’entrée et de sortie sont similaires (c’est-
à-dire un maillage construit grâce au capteur de profondeur
de temps de vol (ToF) des lunettes).

En conclusion, de nombreux cas d’usage ont été imagi-
nés et le potentiel d’un tel outil est justifié. Par conséquent,
des développements supplémentaires doivent être menés.
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Abstract
3D computer-aided design systems have emerged as pro-
mising techniques for garment learning processing, vir-
tual shopping, and fashion shows within the fashion and
garment industries. However, the effective application of
these digital systems requires precise characterization of
fabrics, garment patterns, and human body shapes that ac-
curately reflect the appearance and behavior of the gar-
ments in a digital environment. Creating a 3D digital
garment involves inputting the corresponding digital fa-
bric properties. Nevertheless, obtaining these measure-
ments can be complex, often necessitating the involve-
ment of well-trained technicians. In this study, our focus
is on a simplified and automated technique for digitizing
real fabrics. Specifically, we aim to find the most rele-
vant digital fabric in the database of a 3D software by em-
ploying image processing and machine learning techniques
to drape images.

Mots clefs
Machine learning, Drape parameter, Garment design

1 Introduction
Industry 4.0 represents a significant challenge and oppor-
tunity for technology companies, as it has the potential
to contribute to the advancement of humanity. Clothing is
a fundamental human need, and thus, competition among
companies in the garment industry must adapt to this revo-
lution with flexibility and responsiveness in order to satisfy
a broad range of potential market demands. In textile indus-
try, the choice of fabrics plays a crucial role in determining
the wearer’s comfort and garment style by their various me-
chanical properties. Specifically, the drape of fabric is one
of the most important mechanical properties that can signi-
ficantly impact on interactions of a garment with the body.
It is related to comfort feeling of the wearer and aesthe-
tics of the design style (e.g. well fitted or not). Various stu-
dies have been conducted to develop drapemeters with the
aim of simplifying the measurement process, (presented in
[1, 2, 3]), improving the accuracy of fabric properties, re-
ducing the reliance on operator expertise, and proposing
alternative fabric drape parameters.
Creating a 3D digital garment requires inputs of the cor-
responding digital fabric properties. These properties can
be directly measured using physical instruments, such as

Kawabata Evaluation System (KES) [4] and Fabric Assu-
rance by Simple Testing (FAST) [5]. However, these mea-
surements are rather complex and require interventions of
well-trained technicians. In this situation, to facilitate the
creation of a 3D garment, it is imperative to select a sui-
table digital fabric already existing in an extensive fabric
database linked to the 3D software (for example Lectra,
Toray-Acs, Gerber, Investronica, Optitex, etc...), in which
the technical parameters (drape parameters, optical para-
meters, and mechanical parameters) of the representative
fabrics are complete [6].
In this study, we focus on a simplified and automated tech-
nique for digitizing real fabric through the use of image
processing and machine learning techniques based on a
software fabric database. First, for a real fabric, the user
(designer) extracts its drape image with the use of a simple
drape meter (Cusick Drapemeter [7]) and extracts drape
parameters by using image analysis. Then, clustering fa-
bric in the software database to choose the most relevant
group. The closest digital fabric present in the fabric soft-
ware database is predicted using machine learning concer-
ning drape image features as the input. The rest of the pa-
per is organized as follows. Section 2 presents the method
to predict the closest fabric including three main steps ba-
sed on image processing and machine learning techniques.
Then the results are discussed in Section 3. Finally, the
conclusion is briefly discussed in Section 4.

2 Methodology
In this section, the process of digitalizing actual fabric is
presented. The concept is a new fabric that has no infor-
mation about mechanical properties can be assigned with
the most relevant fabric found in a software database, (e.g.
Lectra database). The overall progress includes three main
steps. In the first step, a drape image of a real fabric is pro-
cessed by extracting contour information using image pro-
cessing techniques to estimate five drape parameters (ex-
plained in Section 2.2). Then, digital fabrics in the soft-
ware database are clustered into different groups based on
their drape parameters and the number of nodes in the real
fabric to determine the closest group in Section 2.3. Fi-
nally, a number of classification machine learning models
are applied to identify the closest digital fabric based on
the output of previous steps in Section 2.4. In addition, the
software database of fabric is also introduced in Section
2.1.
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FIGURE 1 – The process of Drape Parameter Estimation

2.1 Fabric database preparation
In the 3D CAD software, the technical parameters of a
fabric are considered as inputs to the garment simulation
system. These technical parameters include a number of
basic parameters (e.g. thickness, weight), optical parame-
ters (e.g. texture (weft and warp structure) and color), me-
chanical parameters (e.g. bending, shearing, tensile), etc.
For instance, in the Lectra Modaris 3D Fit CAD software,
the database is composed of 111 digital fabrics with drape
images (extracted by the use of a simple drape meter (Cu-
sick Drapemeter [7])) and 23 technical parameters (i.e.
drape shape, number of fabric, AA, AD, MP, MV, NoP,
weight, commercial name, composition, thickness, weave,
warp/weft texture, warp bending, weft bending, drape coef-
ficient, number of plies, CisT, CisC, FlexT, FlexC, Colors,
Patterns), which is capable of covering almost all ranges of
fabrics used in garment design.

2.2 Drape Parameter Estimation based on
Image processing

This section outlines the methodology for calculating drape
parameters, which comprise the average amplitude (AA),
average distance (AD), maximum peak (MP), minimum
valley (MV), and number of peaks (NoP). The parameters
can be determined by analyzing the contour signal which
is extracted from drape image. First, the definition of the
parameters is introduced, followed by technical image pro-
cessing pipeline.

Drape parameter definition. The initial presentation of
the extracted contour is in the Polar coordinate system, then
the contour signal is transformed to the Cartesian coordi-
nate system to facilitate the analysis, as illustrated in Figure
2. The number of peaks (NoP) in the signal can be deter-
mined by counting the number of signal periods, which is
equivalent to the number of valleys. Specifically, in Figure
2, the orange, red, blue, and black arrow corresponds to the
AD, MP, MV, and AA, respectively. MP and MV is the
distance from zero to the highest and lowest point, respec-
tively. AD is the average distance from zero or the mean

FIGURE 2 – Contour signal in different space

of the contour signal. AA is the average amplitude of each
node in the signal. The unit of these parameters is pixel.
The AA and AD from contour signal to the center point of
circle are computed using the following formula 1 :

AA =
1

n

n∑

i=1

pi − vi
2

AD =
1

n

n∑

i=1

pi + vi
2

(1)

where n : number of peaks (number of valleys) ; pi, vi :
dimension of peak and dimension of valley i, respectively.
In addition, the maximum peak and minimum valley are
also considered in dimension of signal.

Drape Parameters Estimation Process. The process of
estimating drape parameters includes four steps, namely
Pre-processing, Peaks and valleys Detection, Abnormal
Elimination, and Drape parameters Calculation, as depic-
ted in Figure 1.
The pre-processing step plays a critical role in extracting
the raw contour information that forms the basis of drape
parameter computation. The raw contour signal is extrac-
ted in Polar coordinates, achieved through the detection of
changes in color or intensity. The next step involves trans-
forming the raw signal into the Cartesian system, taking
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into consideration the function of the distance from the
center point to the contour line.
Peaks and Valleys Detection : After extracting the clean
contour signal, an algorithm for peaks detection (presented
in [8]) is applied to detect the number and position of peaks
and valleys.
Abnormal peak/valley Elimination : A node consists of
a peak and a valley. Therefore, the process of finding the
number of nodes can be considered as the process of detec-
ting peaks and valleys. In some cases, the detected peak or
valley may not be considered as a node in the context of the
whole signal. For example, some peaks or valleys may be
considered as leakage or abnormal rather than true peaks
or valleys. To address this, our algorithm detects pairs of
peaks and valleys whose distance is less than a certain de-
fined threshold and considers them as abnormal peaks or
valleys. Additionally, we assume that the number of peaks
and valleys is equal and that a peak is always followed by
a valley. Consequently, any peak or valley that does not sa-
tisfy this condition will be removed.
Drape Parameters Calculation : Upon the removal of the
outlier noise, the drape parameters are calculated in accor-
dance with the procedures outlined in Section 2.2.

2.3 Clustering Process
The idea is to cluster the existing digital fabrics (in software
database) into different clusters based on the similarity of
their drape parameters to identify the group that is the clo-
sest to the real fabric (closet group), as shown in Figure 3.
To simplify the process, we reduce the number of digital
fabrics based on the estimated NoP parameter (calculated
in Section 2.2). Suppose the estimated NoP parameter is
N. The idea is to choose all digital fabrics that have NoP
= [N-1, N, N+1]. Then, these fabrics are clustered using
the K-means algorithm and Principal Component Analysis
(PCA).

FIGURE 3 – The process of Clustering software database

K-means (presented in [9]) is an unsupervised machine
learning algorithm that divides data into a specified num-
ber of clusters, where it partitions a set of fabrics based

on the four attributes, namely AA, AD, MP, and MV. The
selection of an appropriate value for the number of clus-
ters (k) is crucial in K-means clustering, and the "elbow
method" is commonly employed to determine the optimal
value of k. Due to the limitation of the number of fabrics in
the database, it is necessary to determine the ideal number
of clusters. By using elbow method, we found that k=6 is
the optimal choice (the elbow of the curve). In addition, we
applied Principle Component Analysis (PCA) to reduce the
data of high dimensions to a plan before applying K-means.
Then, the selected digital fabrics are clustered into different
k groups (6 clusters), as demonstrated in Figure 3. After the
clustering, the closest group of digital fabrics can be ob-
tained by comparing the distance between the centroid of
each cluster with the real fabric base on its estimated drape
parameters.

2.4 Prediction Process
The main concept behind the prediction process is to ana-
lyze the characteristics of both real fabric (based on its
drape parameter - calculated in Section 2.2) and the digital
fabrics in the closest cluster derived in Section 2.3 (they are
taken as leaning data for prediction), in order to identify the
most similar fabric existing in the digital software database.
The prediction task is carried out using the Min Euclidean
Distance technique and five machine learning techniques
based on the previous learning data, including K-Nearest
Neighbors (KNN) [10], Random Forests [11], Naive Bayes
[12], and Decision Tree [13] based on drape parameters, as
shown in Figure 5. The results achieved include the name
of the predicted fabric and its mechanical properties.

3 Results
The process of testing a real fabric (collected from our part-
ners) is illustrated in Figure 4. Five machine learning mo-
dels are applied to predict the results. It should be noted
that the achieved results (predicted numbers of digital fa-
brics) may differ in some cases. In such cases, we can pro-
vide all the results and the users can decide by themselves
which one is the most relevant according to their preference
or experience. If the user’s experience is not available, the
majority rule can also be used to select the most relevant
digital fabric. For example, if five learning models deliver
the fabric n°90 and another n°95, we will naturally take
n°90 as the most relevant fabric.
The achieved results may be affected by differences in the
distance between the camera and fabric, as well as varia-
tions in the size of the image captured. These factors can
influence the accuracy and consistency of the obtained re-
sults and should be taken into consideration when analy-
zing the data. In Figure 2.4, the drape parameters of the di-
gital and real fabrics are different but their contour shapes
are almost the same. We consider that they are very simi-
lar fabric samples. Our objective is to find the most similar
fabric in the software database, and we can enhance our
performance by extending the size of the database sample.
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FIGURE 4 – Testing in a real fabric

FIGURE 5 – The process of Predicting the closest fabric
based on Classification models

4 Conclusion
The process of digitizing fabric can be accomplished ma-
nually, although it is important to acknowledge that this
approach is inherently subjective and reliant upon the op-
ponent of user/designer. With the objective of establishing
a more precise and consistent approach, we initially deve-
loped an objective method to digitalize the digital fabric
that most closely resembles the real fabric from the soft-
ware database. Our objective is to identify the most accu-
rate digital match for a given fabric within the software
database. Our effort is try to find the best possible digital
match for a given fabric within the software database. This
process can be refined further to attain even greater accu-
racy. Further expansion of the digital fabric collection in
the software database could potentially enhance the accu-
racy of our method.
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Résumé
L’évolution fulgurante de l’apprentissage profond et plus
particulièrement la découverte des réseaux antagonistes
génératifs (RAG) a révolutionné le monde du Deepfake. Les
falsifications sont de plus en plus réalistes et par consé-
quent de plus en plus difficiles à détecter. Attester si un
contenu vidéo est authentique est de plus en plus sensible et
le libre accès aux technologies de falsification rend la me-
nace d’autant plus inquiétante. De nombreuses méthodes
ont été proposées pour détecter ces faux et il est difficile
de savoir quelles méthodes de détection sont encore d’ac-
tualité face aux progrès. Dans cet article, nous présentons
notre approche pour la détection de permutation de visages
dans les vidéos hypertruquées basée sur l’analyse des si-
gnaux résiduels.

Mots clefs
Vidéos hypertruquées, permutation de visages signaux ré-
siduels, investigation numérique, apprentissage profond.

1 Introduction
Notre société hyperconnectée voit transiter des quantités
de contenus multimédia de plus en plus importantes, que
ce soit via la télévision, la vidéo surveillance, les réseaux
sociaux et plus généralement internet. Ceci est dû aux pro-
grès réalisés ces dernières années en matière de création
et de partage de contenus vidéos. En couplant ces progrès
avec les avancées réalisées dans le domaine de l’appren-
tissage machine, et plus particulièrement de l’apprentis-
sage profond, nous assistons à une hausse très significa-
tive du nombre de faux contenus multimédia, en particu-
lier les vidéos hypertruquées, aussi appelées deepfakes. De
nouveaux outils de falsification très performants sont libre-
ment accessibles et de plus en plus simples d’utilisation.
Certains de ces modèles sont d’ores et déjà intégrés à des
réseaux sociaux tels que Snapchat et accessibles à tout uti-
lisateur sous le nom de "filtres". Cette démocratisation des
outils de falsification vidéo est à l’origine de la hausse si-
gnificative du nombre de fake news, vidéos de propagande,
tentative d’usurpation vidéo, etc. La détection de ces vi-
déos falsifiées représente par conséquent un enjeux socié-
tal majeur. En effet, il est de plus en plus difficile d’attester
l’authenticité d’une vidéo, ce qui est très préoccupant dans

notre société où chaque jour, les heures de visionnage uni-
quement sur Youtube se comptent en milliards.
La détection des vidéos hypertruquées est un sujet particu-
lièrement ardent ces derniers temps bien que de nombreux
chercheurs travaillent sur le sujet depuis des années. De
nombreux articles traitent de ce sujet sous des angles va-
riés. Parmi les approches les plus performantes, celles ba-
sées sur l’apprentissage profond sont majoritairement plé-
biscités, ce qui n’est pas sans poser de problèmes en terme
d’explicabilité et du biais récurrent induit durant la phase
d’apprentissage, voire du transfert d’apprentissage. Afin de
pallier ces deux inconvénients, l’approche que nous avons
retenue est fondée sur l’utilisation conjointe d’informations
extraites des signaux résiduels et de réseaux de neurones.
La structure de l’article est la suivante. Une formalisation
du problème est proposée dans la section 2. La section 3
dresse un panorama des méthodes de détection de perme-
tutation de visages, basées notamment sur l’utilisation des
modèles génératifs adverses et sur les techniques issues de
la criminalistique des images. La section 4 décrit la mé-
thode d’analyse que nous proposons. Les résultats sont pré-
sentés en section 5. La conclusion met en avant les perspec-
tives de ce travail.

2 Formalisation du problème
La problématique étudiée étant la détection des deepfakes
vidéos basés sur la permutation de visages, les éléments es-
sentiels pris en considération dans la formalisation du pro-
blème sont les suivants :

— les vidéos sont de durée variable avec un trucage
pouvant survenir à n’importe quel endroit ou mo-
ment ;

— un mécanisme de détection des visages est néces-
saire puisqu’il permet de cibler la zone à étudier ;

— le modèle doit être le plus robuste et généralisable
possible ;

— le modèle devant pouvoir être utilisé pour éclairer
la Justice, une attention toute particulière doit être
accordée à l’explicabilité des résultats ;

— le modèle doit fonctionner sans référence pour pro-
noncer son diagnostic ;

— l’analyse d’images synthétiques n’est pas prise en
compte dans ces travaux.
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Ces aspects pris en compte, notre objectif est de dévelop-
per un module prenant en entrée une vidéo et retournant
en sortie un verdict concernant l’authenticité de cette der-
nière. Le problème est donc envisagé comme un problème
de classification binaire où les classes sont "authentique" et
"falsifiée".

3 Etat de l’art
De très nombreuses méthodes de détection de vidéos hy-
pertruquées ont été proposées au cours des dernières an-
nées. Parmi les méthodes existantes, nous nous sommes
tout d’abord intéressés aux méthodes d’apprentissage pro-
fond qui ont montré un niveau de performance élevé dans
les tâches de classification au détriment de l’explicabilité
du verdict [1]. C’est pourquoi nous avons laissé de côté
ces modèles et avons concentré nos efforts sur les mé-
thodes d’analyse des signaux résiduels, celles-ci étant to-
talement explicables. Voici les deux signaux résiduels que
nous avons sélectionnés jusqu’à présent.

3.1 Evaluation de la qualité des images

Parmi les méthodes les plus répandues, on retrouve la
mesure de la qualité des images (IQA–Image Quality
Assessment). En effet, de nombreuses études ont mon-
tré que la qualité des images est altérée suite à la fal-
sification [2]. Cette information est de facto pertinente
et sera exploitée comme telle dans la tâche de classifa-
tion. Etant donné que nous ne disposons pas de l’image
de référence, on s’attachera à utiliser une mesure de
qualité des images sans référence. Parmi toutes les mé-
thodes existantes, nous avons sélectionné l’indice de qua-
lité BRISQUE (Blind/Referenceless Image Spatial Quality
Evaluator) [3]. Ce dernier ne calcule pas les caractéris-
tiques spécifiques aux distorsions, telles que l’effet le flou,
de ringing ou de bloc, mais utilise les statistiques de scènes
naturelles des coefficients de luminance normalisés loca-
lement pour quantifier les éventuelles pertes de « natu-
rel » dans l’image dues à la présence de distorsions, ce qui
aboutit à une mesure holistique de la qualité.

3.2 Analyse du spectre fréquentiel

Une autre approche consiste à étudier le spectre fréquentiel
des images. Ce changement de représentation est motivé
par un constat très intéressant présenté dans [4]. En effet,
les auteurs ont mis en exergue un phénomène lié à l’uti-
lisation des GANs dans les modèles générateurs de deep-
fake tel que le StyleGAN [5]. L’utilisation des opérations
d’upsampling est nécessaire dans le processus de généra-
tion afin d’augmenter la dimensionnalité tout au long du
processus. Cette opération utilise une opération d’interpo-
lation qui est à l’origine d’une augmentation de l’utilisation
des hautes fréquences dans la représentation de l’image.
Cette introduction de hautes fréquences est alors un indice
qui peut être exploité afin de déterminer si une vidéo est
authentique ou non.

3.3 Autres signaux résiduels
D’autres signaux résiduels sont également exploitables.
Nous avons pour l’instant concentré nos efforts sur les deux
premiers mais l’on peut en citer de nombreux autres tels
que l’analyse de la Lateral Chromatic Aberration [6] ou en-
core des Color Filter Array [7] Artefacts, qui se concentrent
sur l’analyse des d’artéfacts induits par les différences dans
les systèmes d’acquisition des sources des images mélan-
gées pour générer le deepfake.

FIGURE 1 – Système d’acquisition image numérique [8]

4 Architecture proposée
Afin de combiner la puissance des modèles d’apprentissage
profond avec l’explicabilité des méthodes basées sur l’ana-
lyse des signaux résiduels que nous avons présentés pré-
cédemment, nous proposons l’architecture suivante. L’ar-
chitecture proposée, telle qu’illustrée dans la figure 3, se
décompose en quatre étapes :

1. La vidéo est prétraitée pour obtenir les frames (F)
et ne conserver que le visage qui est la zone de l’at-
taque pour plus de précision et une optimisation en
terme de coûts.

2. Les images sont ensuite passées à différents extrac-
teurs de caractéristiques (FE) qui vont extraire des
caractéristiques pertinentes telles que le score de
qualité via la mesure BRISQUE, la représentation
fréquentielle de l’image ou le ratio des hautes fré-
quences.

3. Ces différentes caractéristiques sont ensuite conca-
ténées en une seule représentation pour le Classi-
fieur afin d’augmenter la robustesse de ce dernier.

4. Le Classifieur qui sera à terme un modèle d’appren-
tissage profond à définir quant à lui procède à la
classification binaire entre les classes Authentique
et Falsifiée.

FIGURE 2 – Architecture proposée
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L’intérêt de cette architecture est selon nous de proposer
une alternative en boîte grise. En effet, les extracteurs de
caractéristiques sont des boîtes blanches puisqu’ils n’uti-
lisent pas d’apprentissage profond et seul le classifieur sera
une boîte noire. De cette manière nous pensons pouvoir
conserver un bon équilibre entre performance et explicabi-
lité. Enfin, cette architecture est évolutive puisque la mo-
dularité permet d’ajouter simplement de nouveaux extrac-
teurs de caractéristiques et seul le classifieur sera à entraî-
ner, ce qui assure une meilleure durabilité du modèle dans
le temps.

5 Expérimentations et résultats
Afin d’étudier ces signaux résiduels et leur pertinence plus
en détail, nous avons réalisé plusieurs expérimentations.
A l’heure actuelle nous n’avons pu nous intéresser qu’à
BRISQUE ainsi qu’à la représentation fréquentielle. Ces
expérimentations ont été réalisées sur les vidéos issues des
base de données VidTIMIT [9] et DeepfakeTIMIT [10] qui
contiennent respectivement les échantillons authentiques et
falsifiés. Ces vidéos de haute qualité ont été traitées de sorte
à ne conserver que les visages dans les images d’origines.
Il est important de préciser que nous utilisons un SVM en
guise de classifieur dans cette étude préliminaire au vu du
peu de données que nous avons.

5.1 Indice de qualité
En reprenant l’implémentation fournie par les auteurs sur
Github [3], nous avons été en mesure de calculer le score de
qualité pour une image. Notre modèle recevant une vidéo
en input, nous nous sommes intéressés au calcul de ce score
à l’échelle de la vidéo. C’est pourquoi nous avons calculé
la moyenne et l’écart-type de ce score à partir du score de
chaque frame. Voici un échantillon des résultats obtenus en
appliquant notre extracteur de caractéristiques sur les deux
bases de données pour les vidéos authentiques (Tableau 1)
et les vidéos truquées (Tableau 2).

VideoId faks0-sa1 fcft0-sa2 mdab0-sx49 BDD
mean±std 21.4 ± 1.81 31.9 ± 1.68 26.6 ± 1.80 24.28 ± 2.88

TABLEAU 1 – BRISQUE Scores vidéos Authentiques

VideoId faks0-sa1 fcft0-sa2 mdab0-sx49 BDD
mean±std 31.5 ± 2.15 42.5 ± 1.40 38 ± 1.45 32.9 ± 1.93

TABLEAU 2 – BRISQUE Scores vidéos Hypertruquées

On peut constater, et ce à l’échelle de l’ensemble des paires
de vidéos authentiques/falsifiées, que la qualité moyenne
semble se dégrader systématiquement et ce de manière si-
gnificative. Nous rappelons que le score varie entre 0 et
100 avec 0 qui correspond à la qualité optimale. Pour ce
qui est de l’écart-type, la variation est moins significa-
tive mais celle-ci a tendance à diminuer contrairement à la
moyenne. Cette tendance dans les résultats semble conser-
vée à l’échelle des bases de données au vu de la colonne

BDD. Cela tend à confirmer que ces scores pourraient bien
servir de caractéristiques pour notre classifieur.

5.2 Hautes fréquences
De la même manière que pour les tests sur BRISQUE, nous
avons repris l’implémentation des auteurs [4] et l’avons
reprise afin de permettre de générer la représentation fré-
quentielle d’une vidéo. Encore une fois, nous avons généré
les résultats sous la forme de paires dont un échantillon est
présenté sur la figure 3.

FIGURE 3 – Visualisation spectre fréquentiel vidéos

On peut observer une hausse des hautes fréquences que
nous avons essayé de quantifier plus finement avec la diffé-
rence entre les ratios des vidéos authentiques et falsifiées,
correspondant au rapport entre le nombre de valeurs de
pixels supérieures à 150 et le nombre de pixels total.

VideoId faks0-sa1 fcft0-sa2 mdab0-sx49 BDD
∆HF +2.1% +2.6% +1.8% +0.5%

TABLEAU 3 – Variation des hautes fréquences

Les résultats du tableau 3 confirment bien notre analyse
qualitative des spectres. Il y a une augmentation légère
mais qui peut rester perceptible pour notre classifieur qui
est persistante d’après les résultats à l’échelle de la base de
données (BDD) bien que l’augmentation soit plus faible.
Ceci peut s’expliquer par le fait que nous calculons une
première moyenne entre les frames, puis entre toutes les
vidéos ce qui produit un effet de lissage. Néanmoins, on
constate qu’il reste une variation qui pourrait être exploi-
table par notre classifieur. Dans notre cas, nous avons fait
le choix d’utiliser ce ratio en guise de caractéristique étant
donné qu’il s’agit d’un score normalisé représenté par un
simple scalaire.

5.3 Classification par SVM
Afin de statuer sur la pertinence des caractéristiques pré-
sentées, nous avons testé la détection des deepfakes en uti-
lisant le classifieur SVC de Scikit Learn 3 avec les réglages
par défaut. Pour cela nous avons extrait les différentes ca-
ractéristiques des vidéos issues des bases de données Vid-
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TIMIT et DeepfakeTIMIT. Les caractéristiques ainsi obte-
nues ont été divisées en un jeu d’entraînement (Train) et
un jeu de validation. Ce même processus a été appliqué à
un échantillon de la base de données Celeb-DeepFake [11]
afin de générer des données de test (Test) pour avoir un
aperçu des performances en généralisation. Les résultats
obtenus avec les différents ensembles sont présentés dans
le tableau 4. Les résultats présentés ont été obtenus en ap-
pliquant un Bootstrap à 999 réplications. La composition
des ensembles utilisés est présentée dans le tableau 5.

SVM BRISQUE Somme HFs Concaténés
Train 88% ± 0.008 60% ± 0.006 86% ± 0.006
Val 87% ± 0.02 59% ± 0.02 85% ± 0.03
Test 48% ± 0.01 45% ± 0.03 46% ± 0.01

TABLEAU 4 – Précision Classification SVM

Ensembles Train Validation Test

Source(s) VidTIMIT VidTIMIT CelebDeepFakeDeepfakeTIMIT DeepfakeTIMIT
Taille 580 286 103

Repartition A=436/F=256 A=110/F=64 A=51/F=52

TABLEAU 5 – Composition des ensembles où A correspond
au nombre de vidéos non falsifées et F au nombre de vidéos
hypertruquées

Nos résultats sont au dessus des 50% ce qui signifie que
nos prédictions sont plus fiables que le hasard bien que l’on
observe une baisse systématique et significative des per-
formances en généralisation. Cette baisse de performance
peut être due à plusieurs facteurs tels que la quantité de
données qui reste assez faible, le fait que les données d’en-
traînement ne soient issues que d’un seul jeu de données,
ou encore tout simplement le modèle en lui-même qui reste
trop simple. Les résultats relatifs à l’utilisation du ratio des
hautes fréquences nous laisse penser qu’il est nécessaire
d’utiliser un CNN afin d’exploiter au maximum les infor-
mations contenues dans le spectre et non pas un simple ra-
tio. De plus, la combinaison des deux semble bien indiquer
que l’utilisation du ratio des hautes fréquences n’améliore
pas les performances obtenues avec BRISQUE.

6 Conclusion
Nous avons présenté dans cet article nos travaux prélimi-
naires relatifs à la détection de vidéos hypertruquées, aussi
appelées Deepfakes. Nous avons pu démontrer que les si-
gnaux résiduels constituent bel et bien une piste sérieuse
de caractéristiques pertinentes et explicables. Il est en ef-
fet possible pour un classifieur, comme le montre les ré-
sultats obtenus, d’exploiter ces signaux afin de résoudre
notre problème de détection. Nous n’avons pour le moment
pu tester que deux extracteurs de caractéristiques avec un
simple SVM en guise de classifieur. C’est pourquoi il nous
faut procéder à davantage de tests sur ces derniers afin de
confirmer ces premiers résultats expérimentaux. Dans un

second temps nous incorporons d’autres signaux résiduels
tout en améliorant le classifieur afin d’améliorer les perfor-
mances de notre architecture. Enfin, un travail de passage
à l’échelle reste à effectuer afin d’obtenir le plus de préci-
sion et de recul possible quant à l’évaluation de ces perfor-
mances.
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Résumé
L’évaluation de la qualité des nuages de points reste un
défi majeur en raison de la complexité des applications as-
sociées et de la nature du contenu. Pour résoudre ce pro-
blème, cet article propose une nouvelle métrique d’évalua-
tion de la qualité des nuages de points basée sur les statis-
tiques de co-occurrence 3D. L’approche proposée implique
une stratégie de voxelisation, où le concept de matrice de
co-occurrence est étendu en 3D pour calculer l’occurrence
dans les 26 directions possibles. Les attributs de Haralick
sont ensuite calculées en fonction de l’espace de couleur
sélectionné. Une étape de régression sert à mapper ces at-
tributs à la vérité terrain (scores subjectifs) associés aux
modèles de nuages de points. Les résultats expérimentaux
montrent l’efficacité de l’utilisation des statistiques de co-
occurrence 3D pour l’évaluation de la qualité des nuages
de points (CO-PCQA). La métrique proposée présente de
bonnes performance en comparaison avec la littérature.

Mots clefs
Nuages de points, Métrique de qualité sans référence, Ma-
trice de co-occurences.

1 Introduction
Un nuage de points 3D (NP) est une collection de points
dans l’espace 3D [1], chacun avec ses coordonnées géo-
métriques (X,Y, Z) ∈ Z et des attributs associés tels que
la couleur, la réflectance et la luminance. Les nuages de
points sont de plus en plus populaires ces dernières an-
nées comme moyen de représenter, stocker et compresser
du contenu 3D pour diverses applications telles que la na-
vigation, l’industrie et la réalité virtuelle. Cependant, en
raison du grand nombre de points et du potentiel de dis-
torsions lors de l’acquisition, du stockage ou de la com-
pression, il est important de mesurer l’impact sur la qualité
visuelle. L’évaluation de cette dernière par des métriques,
idéalement sans référence, semble être une alternative pra-
tique. Pour surmonter ce défi, il est nécessaire d’extraire di-
rectement des attributs qui soient corrélées à la perception
humaine à partir de nuages de points dégradés. La tâche
est loin d’être aisée à cause de la nature même du nuage de
points, constitué de points désordonnés dans l’espace 3D.
En tant que domaine émergent, différentes métriques avec
référence ont été proposées pour les nuages de points. Deux

métriques largement utilisées sont P2point et P2plane [2],
qui comparent un nuage de points dégradé à un nuage de
points de référence en mesurant leur distance géométrique.
Cependant, ces métriques sont purement géométriques et
ne tiennent pas compte des caractéristiques de couleur ou
de texture, qui jouent souvent un rôle significatif dans la
perception de la qualité. Pour pallier cette limitation, Ga-
briel et al. [3] ont proposé la métrique PC-MSDM, inspirée
de SSIM [4], qui extrait et compare les caractéristiques vi-
suelles du nuage de points dégradé et de sa référence. Cette
métrique ne considère que des caractéristiques structurelles
mais sa version étendue, PCQM [5], inclut des caractéris-
tiques de couleur. Une autre approche consiste à utiliser les
motifs binaires locaux (LBP de l’anglais Local Binary Pat-
terns) [6], pour mesurer les différences de motifs texturaux
et les traduire en terme de qualité visuelle [7]. D’autres
chercheurs ont proposé de projeter les nuages de points
3D sur différents plans, comme c’est souvent le cas lors
de tests subjectifs, pour obtenir des images 2D afin de les
traiter avec des métriques 2D [8].
Plusieurs métriques sans référence ont été proposées pour
évaluer la qualité des nuages de points. Une des approches
consiste à extraire des attributs basés sur la géométrie et
la couleur pour entraîner des modèles d’apprentissage au-
tomatique [9]. D’autres approches exploitent les réseaux
de neurones convolutionnels et les blocs résiduels en tant
qu’extracteurs d’attributs et appliquent la technique de pro-
jection multi-vue pour obtenir des projections 2D sous dif-
férents angles avant d’entraîner le modèle CNN [10]. Ces
méthodes sont encore limitées par la dépendance aux mé-
thodes de rendu, la perte d’informations due la projection
et les différences entre les contenus 3D et 2D.
Dans cet article, nous proposons une nouvelle approche
basée sur l’analyse de motifs de texture en utilisant une
version étendue de la matrice de co-occurrences. Cela im-
plique une voxelisation du nuage de points pour obtenir une
représentation 3D régulière et le calcul de la matrice de co-
occurrence 3D pour extraire les attributs de Haralick, qui
sont utilisées pour entraîner des modèles d’apprentissage
automatique pour prédire la qualité du nuage de points.

2 Approche proposée
La métrique proposée, baptisée CO-PCQA, suit le schéma
donné par la figure 1 et est décrite ci-dessous :
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FIGURE 1 – Diagramme de la métrique de qualité des nuages de points basée sur la matrice de co-occurrences (CO-PCQA).
N représente le nombre de niveaux de gris.

2.1 Conversion couleur

Dans cette étude, nous avons considéré 3 espaces colorimé-
triques différents effectuées avant l’étape de voxelisation.
Tout d’abord, l’espace RVB utilisé dans diverses applica-
tions. Ensuite l’espace YUV aui permet de décorréler la
luminance et la chrominance. Plusieurs modèles négligent
la chrominance et se concentrent uniquement sur la lumi-
nance car elle a un impact plus important sur le Système
Visuel Humain (SVH) [11]. Enfin, l’espace colorimétrique
gaussien [12], considéré comme plus représentatif du fonc-
tionnement du SVH. Ce dernier est formalisé comme suit :




Ê

Êλ

Êλλ


 =




0.06 0.63 0.27
0.30 0.04 −0.35
0.34 −0.6 0.17







R
G
B


 (1)

où Ê représente la luminance et Êλ , Êλλ deux canaux de
chrominance.

2.2 Voxelisation

FIGURE 2 – Illustration du processus de voxelisation, pour
convertir la représentation d’objet 3D à partir de points
distribués dans l’espace en une matrice régulière 3D (les
cubes blancs représentent les trous).

L’objectif principal de la voxelisation est de convertir un
nuage de points, qui est un ensemble irrégulier de points,
en un domaine cubique continu. Nous commençons par sé-
lectionner la résolution (taille du voxel) pour déterminer la
taille de la matrice résultante en fonction de la boîte englo-
bante du nuage de points et de la résolution souhaitée. Le
résultat de ce processus est une matrice tridimensionnelle,
ainsi qu’un masque 3D qui indique si un voxel est vide,
comme représenté dans la Figure 2.

2.3 Co-occurrence matrix
La matrice de co-occurrence est une matrice de dépendance
spatiale des niveaux de gris qui caractérise la texture de
l’image en quantifiant la fréquence d’apparition de paires
de pixels ayant une valeur spécifique et une relation spa-
tiale spécifiée, telle que la distance et l’angle [13]. C’est
un extracteur de caractéristiques utile pour les problèmes
basés sur la texture, y compris l’évaluation de la qualité.
Pour les images 2D, la matrice de co-occurrence est cal-
culée comme suit : Pour une image en niveaux de gris I ,
la matrice de co-occurrence est une matrice carrée (C)
de taille N , où N est le nombre de niveaux de gris dans
l’image. La (i, j)me cellule de C représente le nombre de
fois où un pixel P1 avec une valeur d’intensité LP1

est
connecté à un pixel P2 avec une valeur d’intensité LP2

à
une distance particulière k dans la direction θ.
Un pixel P peut avoir jusqu’à 8 pixels environnants, re-
présentant 8 directions différentes dans une image 2D. Ce-
pendant, dans les nuages de points 3D, les points environ-
nants ne correspondent pas nécessairement à des angles ou
des directions spécifiques, mais plutôt à des points voisins
qui se trouvent dans un certain rayon ou seuil de distance.
Par conséquent, le nombre de directions possibles dans les
nuages de points 3D dépend de la géométrie de la distribu-
tion de points et du seuil de distance choisi.
La voxelisation aide à pallier ce problème complexe en per-
mettant de calculer la matrice de co-occurrence dans les 26
directions possibles en 3DCela donne lieu à 26 matrices de
taille (N × N), où N représente le nombre de niveaux de
gris. Chaque matrice 2D extraite de la matrice 3D corres-
pond à l’une des 26 directions et est utilisée pour extraire
les attributs de Haralick.

2.4 Attributs de Haralick et qualité
Les attributs de Haralick, telles que l’entropie, le contraste
et le moment angulaire (ASM) de deuxième ordre, sont
connus pour leur capacité à décrire les textures et leur
corrélation avec la qualité visuelle. Cependant, dans ce
cas particulier, les attributs sont calculés séparément pour
chaque direction afin de permettre une plus grande préci-
sion, car chacune des 26 directions peut avoir un impact
distinct sur la perception visuelle et potentiellement sur la
qualité visuelle. Les attributs sont calculés à partir de la
matrice de co-occurrence de niveaux de gris de chaque di-
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rection, ce qui améliore encore la précision de l’analyse.
Dans notre étude, nous avons considéré 16 attributs pour
chaque direction, ce qui donne un total de 416 pour chaque
NP. Ces attributs sont utilisés comme entrée d’un régres-
seur pour les mapper à la qualité finale en utilisant des
scores subjectifs.
La métrique de qualité proposée utilise les attributs pré-
cédemment extraits ainsi qu’une étape de régression. Nous
avons adopté trois méthodes de régression différentes, à sa-
voir la régression par forêt d’arbres décisionnels [14], la
régression par gradient boosting [15] et la régression par
vecteur de support [16]. De plus, nous avons mis en un per-
ceptron multicouches, qui prend le vecteur d’attributs en
entrée et estime le score de qualité final à l’aide des scores
subjectifs fournis par les différents ensembles de données.

3 Expérimentations
3.1 Configuration expérimentale
Bases de données. Pour évaluer l’efficacité de CO-
PCQA, nous avons utilisé deux bases de données largement
reconnues comprenant des scores de qualité subjective. Ces
bases de données sont décrites ci-dessous :

— SJTU [17] est basée sur 9 nuages de points MPEG
dégradés avec 7 types de distorsions (bruit Gaus-
sien, compression, etc.) à 6 niveaux différents.

— WPC contient 20 objets et 700 versions de chaque
objet altérées par différentes distorsions (sous-
échantillonnage, bruit Gaussien, compression, etc.)

Évaluation de la performance. Pour évaluer la perfor-
mance de la prédiction, le score prédit est comparé à la
vérité terrain en utilisant le coefficient de corrélation de
Pearson (PLCC) pour la précision, et le coefficient de cor-
rélation de Spearman (SRCC) pour la monotonie. La per-
formance des métriques est évaluée en utilisant le principe
de Pareto, avec 80% des données pour l’entraînement et
les 20% restants pour le test. Cette procédure est répétée
1000 fois, et le résultat médian des itérations est considéré
comme le résultat final et rapporté dans le Tableau 1.

3.2 Résultats
Pour analyser la performance de notre métrique proposée
CO-PCQA, nous fournissons des scores notés CO-PCQA-
* où -SVR, -RF, -GB et -MLP représentent l’utilisation de
la régression par vecteurs de support, de la forêt d’arbres
décisionnels, du gradient boosting et du perceptron multi-
couches, respectivement. Nous comparons nos scores à
ceux obtenus à l’aide d’autres métriques de qualité avec ré-
férence et sans référence, comme indiqué dans le tableau 1.
La comparaison est effectuée en utilisant l’espace de cou-
leur YUV et une taille de voxel de 2.
Globalement, CO-PCQA donne les meilleurs résultats sur
les bases SJTU et WPC avec un écart significatif entre le
niveau de corrélation. Cette différence pourrait s’expliquer
par le fait que la complexité et la diversité des nuages de
points sont plus élevées dans WPC que dans SJTU.

TABLEAU 1 – Performance de CO-PCQA comparée aux
métriques FR et NR de l’état de l’art sur les bases de don-
nées SJTU-PCQA [17] et WPC [1]. Les meilleurs résultats
sont en gras et les seconds meilleurs sont soulignés.

Dataset / SJTU-PCQA WPC

Approach Metric PLCC SRCC PLCC SRCC

Avec référence

P2point 0.65 0.62 0.43 0.41
P2plane 0.66 0.59 0.40 0.37
GraphSIM 0.59 0.57 0.75 0.75
PCQM 0.86 0.84 0.44 0.44
LP-PCQM 0.90 0.88 0.71 0.72

Sans réference

ResSCNN 0.58 0.56 - -
IT-PCQA - - 0.55 0.54
PQA-Net 0.85 0.82 0.70 0.69
NR-PCQA 0.88 0.87 0.65 0.64
CO-PCQA-SVR 0.82 0.78 0.69 0.75
CO-PCQA-RF 0.89 0.79 0.71 0.74
CO-PCQA-GB 0.90 0.90 0.79 0.79
CO-PCQA-MLP 0.91 0.89 0.78 0.76

En se basant sur les métriques de performance présentées
dans le tableau, la méthode CO-PCQA démontre une su-
périorité claire par rapport aux métriques sans référence
testées, et fonctionne de manière comparable ou meilleure
que les métriques avec référence. Les meilleures perfor-
mances sont obtenues avec la méthode basée sur MLP sur
la base de données SJTU, avec des valeurs PLCC et SRCC
de 0,91 et 0,89, respectivement. Sur la base de données
WPC, le gradient boosting obtient les meilleurs résultats
avec des valeurs PLCC et SRCC de 0,79 chacune. Ces
résultats indiquent que l’utilisation des statistiques de co-
occurrences et des attributs de Haralick peut prédire effi-
cacement la qualité des nuages de points. Parmi les mé-
triques de pointe, NR-PCQA et PQA-Net fournissent de
bonnes performances sur les deux bases de données, mais
restent globalement en dessous de CO-PCQA-GB et CO-
PCQA-MLP. Les méthodes basées sur des points tels que
P2point et P2plane de MPEG sont moins efficaces car elles
ne considèrent que la distribution de points et ne tiennent
pas compte des distorsions de couleur ou de l’informa-
tion structurelle. Enfin, ResSCNN et IT-PCQA montrent
les pires performances parmi les métriques sans référence.
Comparée aux méthodes précédemment mentionnées, CO-
PCQA offre plusieurs avantages. Tout d’abord, elle utilise
efficacement les caractéristiques de Haralick pour décrire
la structure texturale d’un objet, ce qui améliore la préci-
sion du modèle. De plus, CO-PCQA considère les 26 direc-
tions individuellement, plutôt que de se fier à des caracté-
ristiques globales, ce qui donne un modèle plus solide avec
une précision améliorée. Dans l’ensemble, ces caractéris-
tiques font de CO-PCQA une méthode très efficace pour
l’analyse texturale des nuages de points.

3.3 Ablation study
Pour mieux comprendre le comportement de la métrique
CO-PCQA proposée, nous avons mené une étude par abla-
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tion afin d’examiner l’impact des différents paramètres im-
pliqués dans la métrique. A cause de la limitation de page,
nous ne donnerons que les résultats les plus importants uti-
lisant la version basée sur SVR.

Taille du voxel. C’est un paramètre critique dans CO-
PCQA car il détermine la précision du format voxelisé. Des
voxels de taille 2, 3, 5, et 10 ont été testé et performance
inversement proportionnelle a été notée. Ce qui était pré-
visible au vu de la variation de la précision du nuage de
points. Un compromis entre performance et complexité de-
vra être trouvé en fonction de l’application ciblée.

Représentation de la couleur. L’espace couleur peut
avoir un impact sur la performance des métriques de qua-
lité. Ici, nous évaluons la performance de l’utilisation d’une
luminance seule et de trois espaces couleur différents à sa-
voir RVB, YUV et GCS. Les résultats ont montré une simi-
larité des performances avec un léger avantage pour GCS
et une nette supériorité par rapport à la luminance seule.

Direction des co-occurrences. Cela représente l’angle
d’occurrence entre un voxel et ses voisins. Nous avons
ainsi combiné les angles compatibles et mesuré les perfor-
mances associées. Il s’avère que l’utilisation de certaines
directions privilégiées de manière indépendante génère une
baisse significative de performance par rapport aux résul-
tats du Tableau 1. Cela indique que chaque direction ap-
porte une force supplémentaire à l’approche globale.

4 Conclusion
Cet article présente une nouvelle métrique appelée CO-
PCQA qui évalue la qualité des nuages de points sans réfé-
rence, basée sur des matrices de co-occurrence. Nous avons
adapté ces matrices 2D basées aux nuages de points 3D
et calculé les attributs de Haralick en fonction des angles
d’occurrence. Nous avons expérimenté plusieurs méthodes
de régression, notamment SVR, Random Forest, Gradient
Boosting et Multilayer Perceptron. Les résultats expéri-
mentaux montrent que notre modèle surpasse la plupart des
métriques de référence complète et celles sans référence.
Les meilleurs résultats ont été obtenus avec GB et MLP
pour SJTU et WPC, respectivement. Bien que le coût de
calcul de cette méthode soit élevé en raison des matrices
multidimensionnelles et des caractéristiques statistiques à
calculer, en plus de l’étape de voxelisation, les résultats ob-
tenus montrent que la métrique fournit des prédictions pré-
cises sans aucune référence. Un compromis doit être trouvé
entre le coût de calcul et la précision de la performance,
en fonction de l’application et/ou de l’appareil ciblé. Plu-
sieurs aspects restent à explorer, tels que l’incorporation de
la saillance lors du calcul des matrices de co-occurrence.
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Résumé
Le stress peut entraîner des conséquences nocives sur la
santé mentale et physique des individus, ainsi que sur leur
qualité de vie en général. Par conséquent, il est béné-
fique de développer des outils automatisés pour aider à y
faire face. Dans cette perspective, nous avons proposé dif-
férentes architectures Transformer multimodales sur l’en-
semble de données WESAD afin de détecter le stress de ma-
nière automatique. Les résultats de notre étude démontrent
l’adaptabilité des modèles proposés à cette tâche. En uti-
lisant la méthode de fusion intermédiaire, nous avons dé-
passé l’état de l’art, avec une précision de 98, 69% et un
score F1 de 98, 73%. Les résultats obtenus mettent en évi-
dence l’efficacité de notre méthode et ouvrent des perspec-
tives intéressantes pour le développement de techniques de
reconnaissance des émotions basées sur des architectures
Transformer multimodales.

Mots clefs
Multimodal, Transformer, Stress, Données physiologiques

1 Introduction
Selon la National Institutes of Health, le stress se défi-
nit comme une réponse du corps à une pression physique,
mentale ou émotionnelle. Les facteurs de stress peuvent in-
clure des pressions liées au travail, des difficultés finan-
cières, des problèmes relationnels, et bien plus encore [1].
Le stress peut être classé en deux catégories en fonction
de sa durée : (1) le stress aigu, qui est de courte durée
et qui est provoqué par un événement inhabituel ou une
menace immédiate ; et (2) le stress chronique, qui est une
réponse prolongée de l’organisme face à des facteurs de
stress maintenus sur une longue période. Le stress chro-
nique peut augmenter la susceptibilité à certains types de
cancer [2], ralentir la guérison des plaies [3], et accroître la
vulnérabilité aux infections [4].
Étant donné l’impact généralisé du stress sur les indivi-
dus et la société dans son ensemble, il est de plus en plus
important de développer des outils de détection automa-
tique du stress. Ces outils permettront aux professionnels
de santé de prendre des mesures préventives et d’offrir des
traitements adaptés aux patients présentant des signes de
stress. Pour développer de tels outils, il est important de

comprendre que le stress est une réaction physiologique dé-
clenchée par le système nerveux sympathique (SNS) en ré-
ponse à un stimulus, qui déclenche une réaction hormonale
en cascade. Cette réaction hormonale implique la libération
d’hormones telles que l’ACTH, le cortisol et l’adrénaline.
À la suite de cette libération d’hormones, une accélération
de la fréquence cardiaque et respiratoire, ainsi qu’une ten-
sion musculaire peuvent être observées.
Grâce aux récentes avancées dans les techniques d’appren-
tissage automatique, l’apprentissage profond est désormais
largement utilisé pour le traitement des séries temporelles
[5–7]. Les méthodes d’apprentissage profond offrent plu-
sieurs avantages, notamment : (1) la capacité à capturer des
caractéristiques complexes dans les séries temporelles, ce
qui peut être difficile à détecter avec les méthodes tradi-
tionnelles ; (2) la possibilité de modéliser une large gamme
de séries temporelles, telles que des données continues et
discrètes, des séries multivariées et des séries à fréquence
variable ; et (3) la capacité de faire des prévisions à long
terme.
Comme le stress peut être détecté à l’aide de plusieurs
types de capteurs, chacun possédant des propriétés diffé-
rentes en termes de fréquence et de types de signaux enre-
gistrés, nous avons traité la détection du stress comme un
problème multimodal en combinant les signaux provenant
de différents capteurs. Dans cette étude, nous nous sommes
intéressés au modèle d’apprentissage profond Transformer
[8] pour la tâche de détection automatique du stress, en
adoptant une approche multimodale. Nous avons effectué
nos expérimentations sur le jeu de données WESAD [9].
Les contributions de ce travail sont doubles et peuvent
être résumées comme suit : (1) évaluation comparative des
différentes méthodes de fusion de signaux physiologiques
multimodaux en utilisant le modèle Transformer ; (2) amé-
lioration significative des résultats par rapport à l’état de
l’art.

2 Etat de l’art
Au cours des dernières années, de nombreuses études se
sont intéressées à l’utilisation des données physiologiques
pour la détection du stress. Le jeu de données WESAD [9]
est couramment utilisé dans les travaux de recherche rela-
tifs à cette problématique. Les auteurs de [9] ont proposé
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FIGURE 1 – Illustration des trois principales stratégies de fusion multimodale utilisant le Transformer, à savoir la fusion
précoce (a), la fusion intermédiaire (b) et la fusion tardive (c).

un benchmark complet utilisant des statistiques provenant
des domaines temporel et fréquentiel pour entraîner diffé-
rents modèles d’apprentissage automatique traditionnels.
Plusieurs autres approches basées sur l’apprentissage pro-
fond ont été proposées en utilisant le jeu de données WE-
SAD. Samyoun et al. [10] ont proposé d’utiliser des ré-
seaux de neurones de type GAN, RNN et MLP pour tra-
duire les signaux physiologiques du capteur du poignet en
signaux provenant des capteurs placés au niveau de la poi-
trine. Les données traduites ont ensuite été utilisées pour
détecter le stress à l’aide de méthodes d’apprentissage au-
tomatique. Gil-Martin et al. [11] ont proposé l’utilisation
d’un réseau de neurones de type CNN pour la détection
du stress, ainsi que l’analyse de plusieurs techniques de
traitement du signal pour générer les entrées du modèle.
Dans leur étude, Huynh et al. [12] ont proposé l’utilisa-
tion d’un schéma d’entraînement de réseau de neurones
profonds optimisé basé sur des CNN, en utilisant la mé-
thode de recherche d’architecture neuronale. L’étude me-
née par Lai et al. [13] a utilisé un réseau de neurones à
convolution temporelle résiduelle pour traiter les différents
signaux, et a proposé plusieurs stratégies de fusion. Wu et
al. [14] ont étudié l’utilisation de matrices SPD pour fu-
sionner efficacement des signaux physiologiques et com-
portementaux, permettant ainsi de capturer simultanément
les informations de corrélation au sein et entre les diffé-
rentes modalités. Les résultats de leur étude ont démontré
l’impact positif de l’utilisation de plusieurs modalités sur
les performances par rapport à l’utilisation d’une seule mo-
dalité.
Pour notre part, nous proposons l’utilisation d’un Trans-
former multimodal pour la tâche de détection du stress, où
nous avons traité chaque ensemble de signaux provenant
d’un capteur comme une modalité distincte.

3 Approche proposée
La présente section expose les différentes techniques de fu-
sion multimodale que nous avons employées pour la détec-
tion du stress, en utilisant le Transformer. Ces techniques
incluent la fusion précoce, la fusion intermédiaire et la fu-

sion tardive, lesquelles sont illustrées dans la Figure 1.

3.1 Transformer
Le modèle Transformer est une architecture de réseau de
neurones introduite par [8] qui est maintenant considérée
comme la référence en matière de traitement de tâches liées
au langage naturel. De plus, le Transformer a été étendu
avec succès à d’autres domaines tels que le traitement des
séries temporelles [15] et l’apprentissage multimodal [16].
Le Transformer repose sur le mécanisme d’auto-attention,
qui permet au modèle de se concentrer sur différentes par-
ties de la séquence d’entrée pour effectuer des prédictions.
Ce mécanisme calcule une somme pondérée de la séquence
d’entrée, où les poids sont appris pendant l’entraînement.
Grâce à cela, le modèle est capable de capturer des dépen-
dances à long terme et de faire des prédictions en se ba-
sant sur l’ensemble de la séquence d’entrée plutôt que sur
des représentations passées limitées, contrairement aux ré-
seaux de neurones récurrents.
En plus du mécanisme d’auto-attention, le Transformer uti-
lise également des techniques telles que l’attention multi-
tête et l’encodage de position pour améliorer sa perfor-
mance en terme de prédiction. L’attention multi-tête per-
met au modèle de calculer plusieurs poids d’attention en
parallèle pour différents sous-espaces de caractéristiques
de l’entrée, ce qui permet au modèle de mieux capturer les
relations entre les différentes parties de la séquence. L’en-
codage de position est une technique qui permet au modèle
de prendre en compte l’ordre des éléments de la séquence,
en ajoutant des informations sur leur position relative. Cela
permet au modèle de mieux comprendre les relations entre
les différentes parties de la séquence et de capturer les in-
formations séquentielles.

3.2 Transformer multimodal
Nous avons adopté une approche multimodale basée sur le
modèle Transformer pour détecter le stress. Cette méthode
nous a permis d’intégrer de manière efficace différents si-
gnaux physiologiques provenant de divers capteurs.
L’un des principaux défis de l’apprentissage automatique
multimodal est la fusion efficace de données provenant de
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TABLEAU 1 – Détection du stress : comparaison avec des
méthodes de pointe.

Wrist Chest

Methodes Acc F1 score Acc F1 score

Schmidt et al. [9] 87.12 84.11 92.83 91.07

Samyoun et al. [10] 89.90 87.60 91.10 90.20

Gil-Martin et al. [11] 92.70 92.55 93.10 93.01

Huynh et al. [12] 93.14 - - -

Wu et al. [14] 94.65 93.99 95.54 94.76

Lai et al. [13] 94.16 93.62 96.69 96.61

Transformer 95.74 ± 7.22 96.4 ± 5.34 96.07± 4.81 95.93 ± 4.96

TABLEAU 2 – Détection du stress (approches multimo-
dales) : comparaison avec des méthodes de pointe.

Wrist + Chest

Methodes Acc F1 score

Schmidt et al. [9] 92.28 90.74

Samyoun et al. [10] 94.70 93.40

Gil-Martin et al. [11] 96.62 96.63

Wu et al. [14] 96.88 96.44

Lai et al. [13] 97.75 97.74

MMT-early (ours) 98.13 ± 3.00 98.07 ± 3.09

MMT-inter (ours) 98.69 ± 2.85 98.73 ± 2.62
MMT-late (ours) 98.34 ± 3.31 98.33 ± 3.28

sources différentes. Les stratégies de fusion multimodale
sont généralement classées en trois catégories : la fusion
précoce, la fusion intermédiaire et la fusion tardive, cha-
cune ayant ses avantages et ses inconvénients en fonction
de la tâche à accomplir et des caractéristiques des données.
En ce qui concerne la fusion précoce, les deux modalités
d’entrée sont d’abord concaténées avant d’être traitées par
un Transformer. Pour la fusion intermédiaire, en revanche,
les deux modalités sont traitées de manière indépendante
par un Transformer, permettant ainsi de découvrir les cor-
rélations intra-modales avant de les fusionner pour décou-
vrir les corrélations inter-modales. Les caractéristiques ex-
traites sont ensuite concaténées et traitées par un réseau de
neurones de type MLP pour la classification finale. Enfin,
pour la fusion tardive, les deux modalités sont traitées par
un Transformer jusqu’à la prédiction, suivie d’une fonc-
tion d’agrégation pour la prédiction finale. Cette approche
s’avère utile lorsque les modalités d’entrée sont très diffé-
rentes et ne peuvent pas être facilement combinées en une
représentation conjointe. Nous désignerons respectivement
ces méthodes sous les noms de MMT-early, MMT-inter et
MMT-late (MMT pour Multimodal Transformer).

4 Résultats expérimentaux
4.1 Jeu de données
WESAD est un ensemble de données multimodal bien
connu pour la détection du stress et de l’affect. Il contient

des données physiologiques et de mouvement provenant
de 15 sujets, qui ont été capturées à l’aide d’un brace-
let Empatica E4 porté au poignet (wrist) et d’un dispositif
RespiBAN placé au niveau de la poitrine (chest). Le bra-
celet Empatica enregistre l’activité électrodermale (EDA),
le volume sanguin pulsé (BVP), la température corporelle
(TEMP) et l’accélération sur trois axes (ACC) à des fré-
quences respectives de 4, 64, 4 et 32 Hz. En complément, le
RespiBAN mesure l’électrocardiogramme (ECG), l’élec-
tromyographie (EMG), la respiration (RESP), la tempéra-
ture de la peau (TEMP), l’EDA et l’ACC, échantillonnés à
une fréquence de 700 Hz.
Le protocole d’étude a été conçu pour induire trois états
émotionnels chez les sujets : neutre, stressé et amusé.
En nous appuyant sur des travaux antérieurs [9–14], nous
avons formulé un problème de détection de stress binaire
(stress vs non-stress) en utilisant les séquences de stimuli
catégorisé comme neutres et amusants pour constituer la
classe "non-stress", conformément à la littérature.

4.2 Prétraitement
Nous avons tout d’abord appliqué un filtre passe-bas aux
différents signaux physiologiques, afin de réduire le bruit
et de conserver les fréquences d’intérêt. Ensuite, nous les
avons sous-échantillonnés à une fréquence de 4 Hz. Les si-
gnaux ont ensuite été segmentés en fenêtres glissantes de
60 secondes, sans chevauchement entre les fenêtres suc-
cessives. Chaque échantillon correspond à l’ensemble des
signaux provenant des deux capteurs pendant une période
de 60 secondes, ce qui donne un total de 240 points par
échantillon.

4.3 Résultats
Conformément aux travaux antérieurs sur WESAD [9–14],
nous avons utilisé la stratégie d’évaluation Leave-One-
Subject-Out Cross Validation (LOSO-CV) pour valider nos
différents modèles.
Le modèle Transformer a surpassé toutes les autres mé-
thodes en termes de précision et de score F1 lorsqu’il a été
entraîné avec les données provenant du bracelet, dépassant
de près de 1, 09% et 2, 41% respectivement le modèle affi-
chant la meilleure performance [14].
En ce qui concerne le capteur attaché au niveau de la poi-
trine, notre modèle se classe deuxième en termes de per-
formance, avec une précision et un score F1 inférieurs de
seulement 0, 62% et 0, 68% respectivement par rapport à
[13].
Nous avons observé que les méthodes basées sur l’appren-
tissage profond [11–14] ont obtenu de meilleures perfor-
mances que les méthodes basées sur l’apprentissage auto-
matique [9, 10] pour les deux capteurs.
De plus, nous avons réalisé des expériences en utilisant à
la fois les données provenant du bracelet et celles du cap-
teur attaché à la poitrine. Les résultats de ces expériences
sont présentés dans le tableau 2. Nous pouvons constater
que les trois modèles que nous proposons, à savoir MMT-
early, MMT-inter et MMT-late, affichent des performances
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supérieures à toutes les autres méthodes. En particulier, le
modèle MMT-inter a obtenu les meilleurs résultats pour
les deux métriques d’évaluation, surpassant le modèle de
[13] avec une amélioration de 0, 94% et 0, 99% en termes
de précision et de score F1, respectivement. Ces résultats
confirment notre hypothèse selon laquelle l’utilisation de
modèles multimodaux est appropriée pour le traitement de
groupes de signaux provenant de différents capteurs.

5 Conclusion
Dans cette étude, nous avons traité de la détection du stress
en utilisant des architectures Transformer multimodales. À
la suite de multiples expérimentations sur l’ensemble de
données WESAD, nous avons établi un nouvel état de l’art,
en atteignant des taux de précision et de score F1 respectifs
de 98, 69% et 98, 73%. Dans un futur travail, nous envisa-
geons d’étendre nos recherches à l’utilisation de différents
types de données tels que des données vidéo, audio et tex-
tuelles pour des tâches d’informatique affective.
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Abstract 
Wearable systems measuring human physiological 
indicators with integrated sensors and supervised learning-
based medical image analysis (e.g. ECG, X-ray, CT or 
ultrasound images for lung or the chest) have been 
considered relevant tools for COVID-19 monitoring and 
diagnosis. However, these two technical roadmaps have 
their respective advantages and drawbacks. The current 
wearable systems enable to realize real-time monitoring of 
COVID-19 but are limited to its basic symptoms only, 
neither allowing to distinguish it from other diseases nor 
performing deep analysis. Current medical image analysis 
can provide accurate decision support for diagnosis but 
rarely deals with real-time data processing. In this context, 
we propose a new wearable system by combining the 
advantages of these two technical roadmaps. Considering 
that electrocardiogram (ECG) has been proved relevant to 
evolution of COVID-19 symptoms, the proposed wearable 
system will integrate an explainable Deep Neural Network 
to realize online monitoring of COVID-19 gravity by using 
ECG beat signal. This paper will focus on the Deep Neural 
Network model named X-RCRNet. The network is based on 
ResNet18 but with few enhancements: 1) LSTM Layers for 
regenerating the block memory and further extracting the 
involved time-varying features; 2) LeakyReLU for 
increasing the performances of the model. With an 
accuracy of 99.24 % after experiments, our model has not 
only outperformed the existing methods in terms of 
accuracy and robustness, but also originally identify the ST 
interval of the ECG pattern, as the most prominent key 
features affected by the virus. 

Mots clefs 
Machine learning, data augmentation, Deep Learning, 
Multiclass Classification, COVID-19, Signal Processing. 

1 Introduction  
Three years after its emergence in late 2019, severe acute 
respiratory syndrome coronavirus 2 (Sars-CoV-2) or 
COVID-19 infected more than 630 million people, causing 
more than 6 million deaths [1]. However, the symptoms of 
COVID-19 patients differ from one variant to another in 
this long duration. For all reported variants and all periods, 
the most serious symptoms are shortness of breath (blood 
oxygen level<92%) and heart failure (heart rate>90 

bpm),[2-6]. Although the intensity of infection and 
symptoms have attenuated thanks to the vaccination and 
follow-up of barrier gestures, we are still far from the 
termination of the pandemic. This is mainly due to the high 
infection rate, the proliferation of its variants that can 
escape from vaccination coverage, and the inability to 
detect the virus in real-time and thus, control its 
proliferation. This situation promotes the emergence of 
remote monitoring and diagnosis tools using the IoT 
(Internet of Things), including wearable systems, and 
supervised learning with medical images (ECG images, X-
ray, CT or ultrasound images for lung or the chest). 
Currently, these two categories of tools have effectively 
reduced the pressure of medical resources (e.g., medical 
doctors, healthcare staff, devices, materials, etc.). However, 
they are unable to perform reliable real-time monitoring 
and analysis for supporting quick decisions of medical 
professionals in complex diagnosis scenarios. The current 
wearable systems mainly realize real-time detection for the 
basic symptoms of COVID-19 from skin temperature, 
blood oxygen saturation (SPO2) level, and heart rate. Since 
these symptoms are common with other diseases (e.g. Flu), 
it is impossible to distinguish COVID-19 from others 
without further investigation [7]. Medical image analysis 
with supervised learning is highly accurate and capable of 
providing reliable decision support to medical 
professionals. However, real-time processing with these 
images has rarely been involved in the existing research 
work due to its heavy computational load and complex 
conditions for supervised learning data acquisition (e.g. 
radiation exposure, requirement for qualified technicians 
and experts for image interpretation). Furthermore, the 
prediction results delivered by a supervised learning model 
are usually inexplainable from a medical viewpoint, which 
cannot provide relevant decision support for medical 
diagnosis. A new approach combining the advantages of 
real-time processing with wearable systems and accurate 
analysis of medical images with supervised learning 
models and high interpretation capacities will be significant 
for providing more efficient tools combatting COVID-19. 
Currently, we consider that heart failure is one of the most 
prominent symptoms of COVID-19 [5]. Heart failure can 
be described using the Electrocardiogram (ECG) signal, 
especially beat signal (beat signal contains all information 
about cardiac condition). Different from ECG images, X-
ray or CT images requiring huge devices for data 
acquisition, ECG signals can be measured and processed in 
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real-time by using portable tiny sensors. The analysis of 
ECG beat signals using an AI-based supervised learning 
model will be significant for COVID-19 monitoring. Our 
idea is to design and implement a wearable system coupling 
with an explainable supervised learning model named X-
RCRNet (Explainable Residual Convolutional and 
Recurrent Network), to monitor the patient’s symptoms 
from his/her ECG beat signals and make appropriate 
decision support in real-time. 
The main contributions of this paper are summarized below. 
• At the supervised learning level, the performance of 
accuracy and robustness will be improved related to the ex-
isting work by introducing LeakyReLU (Leaky version of 
a Rectified Linear Unit) to avoid vanishing gradient and 
LSTM (Long-Short-Term Memory) units to extract tem-
poral features. 
• At the data acquisition level, a new open database of  
ECG beat signals for COVID-19 patients will be set up, en-
abling the collect more relevant data on infected patients. 
• At the result interpretation level, the proposed super 
vised learning model will enable to accurately explain the 
results of classification for ECG beat signals.  

2 The proposed model 
2.1  Data-prepocessing 

 

The original dataset used in this study is an ECG image da-
taset of cardiac and COVID-19 patients [8]. It consists of 
1937 distinct patient records, with five distinct classes: 
Normal, COVID-19, myocardial infarction (MI), abnormal 
heartbeat (HB) and history of myocardial infarction (PMI). 
The data were collected using the ECG device EDAN SE-
RIES-3. The device collected 12 leads ECG trace images, 
sampling at 500 Hz. Each lead has a 2.5 second duration 

and the total duration length is 10 s on the 12 lead ECG 
images. The current dataset is not suitable for our wearable 
system due to data mismatch (Our single lead wearable 
ECG sensor measure 1d signal, X-RCRNet need to be train 
with 1d signal from a single lead instead of images). The 
first contribution of this paper will be a new single lead 
ECG beat signal dataset by converting single lead ECG 
trace images to 1d signals and extract heartbeat for each 
signal. Lead II ECG images was chosen for the image-sig-
nal conversion for two reasons: 1) The wearable ECG sen-
sor of our system is a single lead ECG sensor; 2) Lead II is 
the lead that describes the best all ECG beat waves. The 
next lines describe the dataset creation process. 
The pre-processing was done by following three steps: 

• Image segmentation: Image cropping near the 
lead II area has been performed. is a black-and-white image 
with the ECG signal as the foreground has been obtained 
by using Otsu Method. 

• Image to signal conversion: The signal was  
extracted by detecting the foreground pixel. The resulting 
signal has been down sampled to 125 Hz (Suitable for both 
time-domain analysis [34] and wearable systems [32]) . The 
signal is smoothed by convoluting the signal with a Han-
ning Windows [35]. The Hanning window was chosen for 
two reasons :1) Good frequency resolution; 2) Spectral 
leakage reduction, especially for non-linear signals. 
 

• Heartbeat Extraction and data augmentation:  
The heartbeats were extracted using the Neurokit2 
toolbox[9]. The toolbox use Discrete Wavelength Trans-
form (DWT)  [10] to detect the P-waves, the R-peaks, and 
the T-waves Each heartbeat is centered around an R-peak. 
The interval from the P wave onset (The beginning of the 
P-wave) to the T-wave offset (The end of the T-wave) rep-
resents the beat duration. As show by Figure 1 the main 
features of an ECG beat are the PR interval, the QRS inter-
val and the ST interval. The data augmentation has been 
done by  applying different operations, like jittering, scal-
ing, permutation, magnitude and time warping, resampling 
[11] We were able to generate up to 316 368 signals per 
class. To our best knowledge, this is the first public ECG 
beat signal dataset for COVID-19 patients. After the dataset 
creation, we proceed to the model training and evaluation. 
 

2.2 Proposed framework 
Illustrated by Figure 2,the model architecture can be 
divided into two parts: 

• Features extraction block:  The purpose is to  

Figure 1 – A Normal Beat Signal (a disease-free regular ECG heartbeat 
signal and its decomposition); (b) beat signal samples per class 

83



Figure 2 – XRCNet  architecture 

extract the signal spatial and temporal features using 
residual blocks. Inspired by ResNet, our model residual 
block possesses significant differences: 1) LeakyReLU is 
applied instead of ReLU. Indeed, negative values of the 
ECG beat signal will be replaced by zero. LeakyRELU the 
range of ReLU and allows negative values to be process; 2) 
LSTM Layer is applied before the pooling operation, to 
extract temporal features. Applying the LSTM Layer 
regenerate the residual block memory to retain the 
backpropagation error between the time step and the level. 
The operation preserves the learning state in multiple time 
steps and improve the ability to extract temporal features. 

• Classification block:  After flattening the feature  
extraction block output, the fully connected layer 
transformed the data into a vector of numerical values 
corresponding to the outputs for each class.  
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

3 Results 
Figure 3 shows a convergence of the training and validation 
losses curves, with a final value of 0.0937 and confirms our 
model robustness. These results show the ability of our 
model to clearly identify COVID-19 patient heartbeat. 

We compared our model with related studies with a five 
classes classification. Table 1   Show our model 
outperforms the existing ECG images classification tools 
for COVID-19. It also shows the possible use of ECG beat 
signal to monitor COVID-19 patients. 
 

Table 1 :  Comparison with related studies 

 
At local level, the model explainability was performed 
using an approach called Gradient Weighted Class 
Activation Mapping ++ (Grad-CAM ++), is proposed in 
[15] . Grad-CAM visualize the gradients of the final layer 
of the Network in a heatmap. The heatmap can be used for 
analyzing factors that influence the classification result, 
and thus, help visualize where the network is looking. the 
main issue of Grad-CAM++ is the inability to give a 
dataset-level explanation. By using Grad-CAM++ we 
propose to compute, for each key feature, his frequency as  
the most prominent feature for each sample. 
 
Table 2 represents each key feature occurrence frequency,as 
the most important feature across the dataset. The results  
shows that X-RCRNet identifies the S-T interval as the 
most relevant feature for COVID-19 classification at the  
dataset level. Other researchers [2, 4, 5] confirm that the  
manifestation of a severe case of COVID-19 patients  
occurs in the ST interval. To our best knowledge, X- 
RCRNet is the first Deep Learning model to confirm ST  
interval of ECG pattern as the feature affected by the  
COVID-19 at a dataset-level. 
 

 Table 2:Feature importance at dataset-level. The key feature with the 
highest occurrence is the most prominent key feature at the dataset level 

 
 

4 Conclusion 
This paper presents X-RCRNet, a novel explainable 
deep neural network, based in ResNet18 for COVID-

Reference  Sensitivity Preci-
sion 

Speci-
ficity 

Accu-
racy 

Proposed 
framework 

99.24% 99.24% 99.24% 99.80% 

[12] 96.00 % 90.58% 90.00% 93.00% 
[13] 91.70 % 91.90% 95.90% 91.73% 

[14] 90.80% 91.90% 92.80% 90.79% 

Keys features P-R in-
terval 

QRS in-
terval 

ST inter-
val 

key feature occur-
rence frequency, as 
the most important 
feature (%) 

4.75 7.90 87.35 

Figure 3 : (a) Confusion Matrix ; (b) Loss curve ; (c) Accuracy curve 
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19 patient symptoms monitoring using an ECG beat 
signal. The first known open database of ECG beat 
signals for COVID-19 patients has been created to 
conduct our experiments. The results from the five-
class classification demonstrated that X-RCRNet can 
be efficiently used to identify COVID-19 patients 
using an ECG beat signal. The experimental results 
and the benchmarking confirmed that the model is 
superior to the state-of-the-art models. In addition to 
the overall performance, X-RCRNet is the first known 
Deep Neural Network to confirm the ST interval as 

the most prominent feature affect by the COVID-19. 
Despite its great performances, there are some 
limitations: 1) Since our experiments were conducted 
using synthetic data, another cross-validation with 
experts is recommended to further confirm of results; 
2) While relevant, using the ECG beat signal alone is 
not sufficient to monitor the patient symptoms. The 
introduction of other relevant parameters (Body 
temperature, SPO2 level, cough, and human activity 
recognition) will be performed, to improve the 
monitoring ability of the overall proposed system, 
describes  
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